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Resumen 

La sepsis es una reacción del organismo ante una infección provocada por 

microorganismos patógenos como bacterias, virus e incluso hongos, que conocemos 

popularmente como gérmenes, es un problema de salud pública el cual puede causar muchos 

daños en los pacientes si no es diagnosticada a tiempo. Los profesionales de la salud tienen la 

difícil tarea de identificar los diferentes síntomas que pueden presentar los pacientes cuando 

están en riesgo de sepsis, lo cual puede ser difícil por sus diferentes sintomatologías. Por otro 

lado, cuentan con el problema de que algunos resultados clínicos que son integrados en los 

historiales de los pacientes se encuentran en formatos no compatibles, generando una omisión 

diagnóstica o poca facilidad de análisis y visualización de los datos. 

 

Por lo cual se plantea generar una visualización amigable para el profesional de la salud, 

creando una dashboard que permite visualizar los datos de los pacientes de una forma 

estandarizada y previamente analizada para generar resultados completos los cuales permitirán 

obtener diagnósticos más acertados y un oportuno tratamiento de sepsis en el paciente. 

 

Se recopilaron datos clínicos de pacientes hospitalizados de diferentes clínicas o 

entidades hospitalarias, los cuales se llevarán a mongodb, donde son revisados, y comparados, 

para así ser estructurados y exportados para su posterior análisis. En el proceso de estructuración, 

se agregaron variables de ingeniería las cuales permitirán evaluar los datos de los pacientes. Los 

datos son enviados a un modelo de entrenamiento el cual evaluará las variables seleccionadas y 

entregará una predicción de posible aparición de sepsis en el paciente, la cual será visualizada en 

el dashboard. 

 

Palabras clave: artificial intelligence, análisis, atributos, big data, CDA (Clinical 

Document Architecture), cross validation, clasificadores, clínicos, deep learning, entrenamiento, 

FHIR (Fast Healthcare Interoperability Resources), healthcare, HL7 (Health Level 7), 

interoperabilidad, imputación, interpolación, laboratorios clínicos, métodos, machine learning, 

modelos, sepsis, SIRS (Systemic Inflammatory Response Syndrome), SOFA (Sequential Organ 

Failure Assessment score), vitales. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 
Abstract 

 

Sepsis is a reaction of the organism to an infection caused by pathogenic microorganisms 

such as bacteria, viruses and even fungi, popularly known as germs. It is a public health problem 

that can cause a lot of damage to patients if it is not diagnosed in time. Health professionals have 

the difficult task of identifying the different symptoms that patients may present when they are at 

risk of sepsis, which can be difficult because of their different symptomatologies. On the other 

hand, they have the problem that some clinical results that are integrated in the patient's records 

are in incompatible formats, generating a diagnostic omission or little ease of analysis and 

visualization of the data. 

 

Therefore, it is proposed to generate a friendly visualization for the health professional, 

creating a dashboard that allows to visualize the patients' data in a standardized and previously 

analyzed way to generate complete results which will allow to obtain more accurate diagnoses 

and a timely treatment of sepsis in the patient. 

 

Clinical data were collected from hospitalized patients from different clinics or hospital 

entities, which will be taken to mongodb, where they are reviewed and compared, in order to be 

structured and exported for further analysis. In the structuring process, engineering variables 

were added which will allow the evaluation of patient data. The data are sent to a training model 

which will evaluate the selected variables and deliver a prediction of possible occurrence of 

sepsis in the patient, which will be displayed on the dashboard. 

 

 

Keywords: artificial intelligence, analysis, attributes, big data , CDA (Clinical Document 

Architecture), cross validation, classifiers, clinics, deep learning, training, FHIR (Fast Healthcare 

Interoperability Resources), healthcare, HL7 (Health Level 7), interoperability, imputation, 

interpolation, clinical labs, methods, machine learning, models, sepsis, SIRS (Systemic 

Inflammatory Response Syndrome), SOFA (Sequential Organ Failure Assessment score), vitals.  
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1 INTRODUCCIÓN E INFORMACIÓN GENERAL 

1.1 El problema 

1.1.1 Descripción 

En el sector salud existen numerosas fuentes de datos heterogéneas que entregan 

una gran cantidad de información relacionada con pacientes, patologías, diagnósticos, 

tratamientos y entidades de salud. La atención y el cuidado clínico son procesos donde 

encontramos grandes flujos de datos, al analizarlos se convierten en información valiosa 

para la toma de decisiones (Gil, 2020).  

 

El avance de las nuevas tecnologías no solo revoluciona los negocios en general, 

también cada día entrega grandes avances o novedades relacionados con la vida 

cotidiana, gracias a estas nuevas tecnologías y facilidad en la interacción de datos, se 

puede contar con servicios más personalizados para los usuarios. Anteriormente, el 

análisis de datos en el área de la salud para la identificación de diferentes variables se 

realizaba con numerosos datos de diferentes personas cuyo resultado era representado de 

forma general para la población analizada, pero con estas nuevas tecnologías hoy se 

cuenta con un enfoque más personalizado centrándose en la salud individual, generando, 

dicha información desde bases de datos no relacionadas para así implementar una 

medicina personalizada (Gil, 2020, Camacho, 2019). 

  

La sepsis es una reacción del organismo ante una infección provocada por 

microorganismos patógenos como bacterias, virus e incluso hongos, es un importante 

problema de salud pública con gran morbilidad, mortalidad y gastos sanitarios. Esta 

enfermedad puede ser mortal, sin un tratamiento rápido, puede provocar daños en los 

tejidos, falla orgánica e incluso la muerte (Reyna et al., 2020).  

  

En los Estados Unidos, casi 1,7 millones de personas desarrollan sepsis y 270.000 

personas mueren de sepsis cada año, se puede afirmar que más de un tercio de las 

personas que mueren en hospitales de EE. UU tienen sepsis (CDC U.S. Department of 

Health and Human Services, 2018).  

  

La identificación rápida y fiable de la sepsis suele ser complicada por su 

naturaleza, que puede contribuir a retrasos en el tratamiento; pero también influye la 

dificultad en la integración y análisis de los datos. La detección temprana y el apropiado 

tratamiento de la sepsis ayuda en el mejoramiento de los resultados, aunque las 

sociedades profesionales de cuidados intensivos han propuesto nuevos criterios clínicos 

que ayuden al reconocimiento de la sepsis, la necesidad fundamental para la detección y 

el tratamiento temprano sigue sin cumplirse (Reyna et al., 2020). Por lo cual el correcto 

análisis de los datos clínicos es de gran importancia. El modelamiento de grandes 



 

2 

 

volúmenes de datos clínicos empodera a los profesionales de la salud con una serie de 

herramientas automáticas para analizar los datos de sus pacientes en un corto tiempo 

(Cheng et al., s. f.).  

  

La implementación de herramientas tecnológicas podría ayudar a la visualización 

de los datos clínicos de los pacientes. De acuerdo a lo anterior, integrar la información de 

diferentes bases de datos no relacionadas, analizar la información obtenida y aplicar una 

estandarización para la visualización adecuada de los datos para el personal de salud, 

permitirá emitir un diagnóstico oportuno de la sepsis o un tratamiento adecuado para los 

pacientes (Reyna et al., 2020). 
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1.2 Formulación 

¿De qué manera se puede facilitar el diagnóstico de sepsis en los pacientes 

mediante la integración, el análisis y la visualización de informes clínicos? 
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1.3 Justificación 

La sepsis es potencialmente mortal esta ocurre cuando las sustancias químicas 

liberadas en el torrente sanguíneo para combatir una infección desencadenan una 

inflamación en todo el cuerpo. En consecuencia, pueden ocurrir cambios que dañen 

varios sistemas (Yamada, 2018). Más de un tercio de las personas que mueren en 

hospitales de EE. UU. tiene sepsis. A nivel mundial, se estima que 30 millones de 

personas desarrollan sepsis y 6 millones de personas mueren de sepsis cada año (Reyna et 

al., 2020).  

  

La identificación rápida y fiable de la sepsis suele ser complicada por su 

naturaleza, que puede contribuir a retrasos en el tratamiento; pero también influye la 

dificultad en la integración y análisis de los datos. Para ello se realizará una integración 

de datos los cuales se transformarán bajo la arquitectura de HL7 FHIR creando el CDA 

(Clinical Document Architecture). Health Level Seven ofrece a las aplicaciones la 

posibilidad de acceder a los servicios de las demás capas y define los protocolos que 

utilizan las aplicaciones para intercambiar datos. Por lo tanto, se refiere a los protocolos y 

estándares para intercambiar información entre aplicaciones de salud (Los 5 estándares 

HL7 fundamentales | Caduceus Connecting Health, s. f.). 

  

Al obtener los datos estructurados gracias al estándar HL7 FHIR, se lograrán 

analizar de forma adecuada aplicando sistemas de machine learning, los cuales brindarán 

un estudio de las diferentes variantes que pueda tomar dicha infección en los pacientes 

hospitalizados como es la sepsis. Identificando diferentes fenotipos los cuales tienen 

diferentes formas de desarrollo en las personas, evaluando datos vitales, informes de 

laboratorio e información demográfica del paciente, entregando diferentes agrupaciones 

de datos los cuales darán un indicio del momento o la posible aparición de sepsis en los 

pacientes guiándose por los diferentes resultados clínicos del paciente. 

  

Tras conseguir los diferentes fenotipos y ser analizados por sistemas de machine 

learning, los diferentes datos clínicos y agrupaciones obtenidas, serán entregados en un 

dashboard, para que el personal de salud encargado pueda verificar si alguno de los 

pacientes hospitalizados está en riesgo de desarrollar sepsis. 

  

Por lo cual brindará una ayuda de gran importancia, ya que el paciente podrá ser 

diagnosticado con rapidez y el personal de salud podrá tomar las decisiones pertinentes 

para formular un nuevo diagnóstico y oportuno tratamiento de sepsis en el paciente, 

teniendo como resultado un beneficio para el paciente hospitalizado, como para las 

entidades de salud que prestan el servicio a la comunidad. 
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1.4 Objetivos 

1.4.1 General 

Aplicar analítica a datos clínicos de pacientes de sepsis, estructurados bajo el 

estándar HL7 FHIR (CDA), facilitando la visualización en un dashboard para el 

diagnóstico oportuno. 

 

1.4.2 Específicos 

Implementar el estándar HL7 FHIR a los datos clínicos brindados por las 

entidades de salud. 

 

Analizar los datos transformados para reducir información repetitiva y 

complementar datos inconclusos. 

 

Desarrollar un dashboard para la visualización de los datos clínicos analizados 

para su lectura y diagnóstico. 
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1.5 Alcance. 

Se realizará una transformación de datos clínicos electronic health records (EHR) 

bajo el estándar HL7 FHIR creando el clinical document architecture (CDA), los cuales 

serán integrados y depurados mediante analítica, para su posterior visualización por 

medio de una dashboard la cual será creada y configurada, para que el personal de la 

salud cuente con una visualización sencilla y completa de los datos clínicos del paciente, 

y así pueda realizar el estudio de estos datos y obtener respuestas rápidas para el 

diagnóstico y oportuno tratamiento de sepsis en el paciente.  

 

Para lograr este objetivo, se realizará un estudio parcial de las variables y 

sintomatologías que puede presentar el paciente, para desarrollar una septicemia. 

Se llevará a cabo una compilación de datos los cuales serán tomados del corpus de 

datos otorgado por algunas entidades de salud de EEUU. Se aplicarán los datos electronic 

health records (EHR) para una respectiva integración y estandarización HL7 FHIR 

clinical document architecture (CDA). Se tomarán los datos de mayor importancia que 

evidencian la aparición o el desarrollo de la sepsis y se realizará una serie de análisis para 

entregar resultados estadísticos sobre esta enfermedad. 

 

Se creará y se realizará la configuración de una dashboard la cual nos permitirá la 

implementación de la información ya estandarizada para su posterior visualización. 

Al realizar el análisis completo se entregará la información estandarizada en la 

dashboard para su correcta lectura, la cual brindará los datos clínicos de mayor 

importancia del paciente, y una sugerencia estadística sobre la aparición de sepsis en el 

paciente. 

 

Tras obtener la información, el personal de salud podrá tomar las decisiones 

pertinentes para formular un nuevo diagnóstico y oportuno tratamiento de sepsis en el 

paciente. Como se puede observar en el siguiente diagrama Figura 1. 
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Figura 1 

 

Alcance General. 

 

 

 

Figure 1 Alcance General. 

Fuente Propia 

Nota. En la figura 1, se logra observar los módulos de alcance donde se refleja, la 

búsqueda y agrupación de datos clínicos, la posterior transformación y estandarización de 

los mismos, para su respectivo análisis e implementación. 
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2 MARCO DE REFERENCIAS 

 
2.1 Marco teórico  

El análisis de informes clínicos permite examinar un conjunto de datos con el 

propósito de obtener conclusiones sobre cierta información para la toma de decisiones, o 

en algunos casos para ampliar conocimiento sobre el tema de investigación. Actualmente 

diferentes industrias e investigadores usan el análisis de datos para obtener soluciones y 

decidir acciones a implementar (Análisis de Datos | QuestionPro, s. f.). 

 

2.1.1 Sintomatología de la sepsis 

 

La sepsis es potencialmente mortal esta ocurre cuando las sustancias químicas 

liberadas en el torrente sanguíneo para combatir una infección desencadenan una 

inflamación en todo el cuerpo. En consecuencia, pueden ocurrir cambios que dañen 

varios sistemas (Yamada, 2018). Más de un tercio de las personas que mueren en 

hospitales de EE. UU. tiene sepsis. A nivel mundial, se estima que 30 millones de 

personas desarrollan sepsis y 6 millones de personas mueren de sepsis cada año (Reyna et 

al., 2020). En la Figura 2 se observa el comportamiento o sintomatología que pueden 

presentar los pacientes que sufren de sepsis. 

 

Figura 2 

 

Sintomatología de la sepsis 

 

 

Figure 2 Sintomatología de la sepsis 

Fuente Propia 
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Nota. En la figura 2, se puede observar la sintomatología que se puede tener al 

desarrollar sepsis, también se puede observar los casos más comunes en la aparición de 

sepsis en pacientes. 

 

Donde se logra observar (Yamada, 2018):  

 

 Escalofríos, fiebre o sensación de mucho frío. 

 Dificultad para respirar. 

 Confusión o desorientación. 

 Piel sudorosa o pegajosa. 

 Dolor o molestias extremos. 

 Alta frecuencia cardiaca. 

         

2.1.2 Machine learning y analitica de datos 

 

La industria del cuidado de la salud está pasando por muchos cambios 

transformadores, como la implementación de nuevos sistemas y procesos de registro 

electrónico de salud (EHR), y el ritmo de esos cambios probablemente aumentará. Los 

abordajes anteriores hacia la atención se están sustituyendo rápidamente y las 

organizaciones del cuidado de la salud necesitarán una gestión de los datos clínicos más 

eficaz para aprovechar las nuevas tendencias potencialmente transformadoras de la 

tecnología y la analítica (Analítica Del Cuidado De La Salud | Watson Health, n.d.). 

 

Algunas de las tendencias que surgen de los esfuerzos por incorporar los big data 

en la salud incluyen: 

 

 Alejarse de los modelos de atención aguda y episódica y pasar a la 

atención basada en el valor 

 Aumentar las oportunidades para beneficiarse de grandes colecciones de 

datos del cuidado de la salud 

 Analítica robusta que podría ayudar a resolver problemas de salud 

complejos 

  

La simplificación de la recopilación y la organización de los datos de cuidado de 

la salud es un primer paso prometedor para la mayoría de las organizaciones del cuidado 

de la salud. Pero tener herramientas para descubrir los datos más útiles en una vasta 

colección de información será importante para que las organizaciones obtengan el mayor 

valor de los big data en el cuidado de la salud. La analítica de datos del cuidado de la 

salud ayuda a las organizaciones a descubrir información vital en sus datos que les podría 

ayudar a identificar oportunidades para proporcionar más valor, eficacia y atención de 
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mejor calidad a un costo accesible (Analítica Del Cuidado De La Salud | Watson Health, 

n.d.). 

 

Las plataformas de IA y de machine learning están entre las que están siendo 

consideradas por las organizaciones líderes dada su capacidad de razonar, deducir y 

"entender" las interacciones que tienen lugar con sus usuarios. Estos sistemas son capaces 

de absorber enormes cantidades de datos, estructurados y no estructurados, y luego 

ofrecen hipótesis para que el usuario considere cada visión y respuesta con confianza 

(Analítica Del Cuidado De La Salud | Watson Health, n.d.). 

 

2.1.3 Estructuración de datos. 

 

La identificación rápida y fiable de la sepsis suele ser complicada por su 

naturaleza, que puede contribuir a retrasos en el tratamiento; pero también influye la 

dificultad en la integración y análisis de los datos clínicos como se puede observar en la 

Figura 3. 

 

Figura 3 

 

Análisis de Datos sin Estandarización. 

 

 

Figure 3 Análisis de Datos sin Estandarización. 

Fuente Propia 
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Nota. En la figura 3, se puede observar las diferentes etapas que tienen que realizar 

los datos sin estandarizar. 

 

El cual es una de las causas del retraso en el tratamiento, donde se encontrarán 

grandes problemas en su integración como la no compatibilidad de datos, pérdidas de 

conexión, integración fallida. Generando así una visualización inconclusa. Gracias a este 

inconveniente se añade un punto más a la dificultad de identificar a tiempo la aparición y 

posterior tratamiento de sepsis en los pacientes (Reyna et al., 2020). 

 

Tras esta problemática en la dificultad en la identificación oportuna de sepsis, los 

retrasos que se generan en los tratamientos, el análisis poco eficiente que conlleva a 

información errada; se observa la necesidad de mejorar la forma de estudio de datos 

clínicos para ayudar al personal de la salud en su tarea de generar respuestas oportunas 

para los pacientes.  

 

Para ello se realizó una integración de datos los cuales se transformaron bajo la 

arquitectura de HL7 FHIR. Health Level Seven ofrece a las aplicaciones la posibilidad de 

acceder a los servicios de las demás capas y define los protocolos que utilizan las 

aplicaciones para intercambiar datos. Por lo tanto, se refiere a los protocolos y estándares 

para intercambiar información entre aplicaciones de salud. En resumen, HL7 se encarga 

de definir un marco de trabajo y estándares para el intercambio, la integración y el acceso 

a la información electrónica de salud, para evitar inconvenientes o errores en el análisis 

(Los 5 estándares HL7 fundamentales | Caduceus Connecting Health, s. f.). 

 

Figura 4 

 

HL7 FHIR 

 

 

Figure 4 HL7 FHIR 

Fuente Propia 



 

12 

 

Nota. En la figura 4, se puede observar el estándar a utilizar para el modelamiento 

de datos. 

 

Luego de la transformación y análisis de los datos, se visualiza en la dashboard 

con el objetivo de ayudar al personal de la salud con respuestas oportunas en el 

diagnóstico de la sepsis en el paciente. Esto es de gran beneficio para el personal de la 

salud en su ámbito laboral, ayudando a reducir tiempo en la toma de decisiones, 

resultados más eficaces y será de gran ayuda para los pacientes ya que son los afectados 

por esta enfermedad. 

 

En el siguiente diagrama (Figura 5). Se plantea la estandarización de los datos 

clínicos para el cumplimento de lo mencionado con anterioridad para dar una respuesta 

eficiente en la visualización de los datos clínicos del paciente. 

 

Figura 5 

 

Análisis Estandarizado 

 

 

Figure 5 Análisis Estandarizado 

Fuente Propia 
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Nota. En la Figura 5 se observa una búsqueda de datos, la cual realiza la integración 

y transformación de estos datos clínicos de una forma estandarizada (CDA), para su 

posterior análisis y correcta visualización. 

 

 

2.2 Marco conceptual 

2.2.1 Sepsis 

La sepsis es una complicación la cual tiene parte cuando el organismo produce 

una respuesta inmunitaria desbalanceada, anómala, frente a una infección. La sepsis es 

muy peligrosa por lo cual debe tomarse como una urgencia médica ya que, si no es 

diagnosticada y tratada de manera temprana, puede ocasionar grandes daños irreversibles 

en los tejidos, insuficiencia orgánica múltiple, choque séptico por lo tanto pone en riesgo 

la vida del paciente (OPS/OMS | Sepsis: Información General, s. f.). 

 

La sepsis grave, shock séptico y síndrome de disfunción multiorgánica, son sus 

diferentes formas. La sepsis es una de las causas de mortalidad en las unidades de 

cuidado intensivo. Es un problema de incidencia y gravedad creciente, en la que los 

progresos en el conocimiento no se traducen de forma similar en progresos terapéuticos 

(Briceño, s. f.-a).  

 

Diferentes factores, de interacción, como son la inmunidad del huésped, el agente 

patógeno causante, el diagnóstico oportuno, la atención brindada determinan la aparición 

de la sepsis logrando verificar la frecuencia y letalidad de la misma. Con frecuencia pasa 

inadvertida o se realiza un diagnóstico erróneo para sus primeras manifestaciones. Por 

esos eso es de vital importancia la mejora de capacidades de detección temprana, como lo 

es el manejo apropiado, las notificaciones oportunas, entre otros. Estos son los desafíos 

más importantes en la prevención y tratamiento de la sepsis (OPS/OMS | Sepsis: 

Información General, s. f.). 

 

2.2.2 Bases de datos no relacionales. 

Las bases de datos no relacionales están diseñadas específicamente para modelos 

de datos específicos y tienen esquemas flexibles, y así poder crear aplicaciones modernas. 

Usan variedad de modelos de datos, incluyen documentos, gráficos, clave valor y 

búsquedas. A diferencia de las bases de datos relacionales estas no tienen un identificador 

que funcione como una relación entre conjuntos de datos o valores como serían las tablas 

en las bases de datos relacionales.  Se organiza mediante documentos y es de gran 

utilidad cuando no son esquemas exactos de lo que se va a almacenar (Bases de datos 

relacionales vs. no relacionales, s. f.). 
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Estos tipos de bases de datos están optimizados para aplicaciones con grandes 

volúmenes de datos, baja latencia y modelos de datos flexibles lográndose mediante 

algunas restricciones de coherencia (Bases de datos no relacionales | Bases de datos de 

gráficos | AWS, s. f.). 

Estas se adaptan perfectamente a diferentes aplicativos modernos, un ejemplo de 

ello son dispositivos móviles, juegos, web, etc. Los cuales requieren bases de datos 

flexibles, que sean de alto rendimiento, altamente funcional y que permitan escalabilidad, 

esto permitirá experiencias excelentes para el usuario (Bases de datos no relacionales | 

Bases de datos de gráficos | AWS, s. f.). 

 

Flexibilidad: permite un desarrollo más rápido y más iterativo, haciendo que sea 

ideales para datos semiestructurados y no estructurados. 

 

Escalabilidad: Están diseñadas para escalar usando clústeres distribuidos de 

hardware en lugar de añadiendo servidores. 

 

Alto rendimiento: Está optimizada para modelos de datos específicos y patrones 

de acceso los cuales permiten mayor rendimiento comparándolo con una base de datos 

relacionada. 

 

Altamente funcional: Proporcionan API altamente funcionales y tipos de datos 

diseñados para cada uno de sus respectivos modelos de datos. 

 

Existen diferentes tipos de bases de datos no relacionales como son: 

 

Clave-valor: Son altamente divisibles y permiten escalado horizontal. Algunos 

casos de uso son juegos, tecnología publicitaria e IoT, estos se prestan muy bien con 

dicho modelo. 

 

Documentos: Las bases de datos de documentos facilitan el almacenamiento y la 

consulta de datos en una base de datos mediante el uso del mismo formato de modelo de 

documento que emplean en el código de aplicaciones. El ambiente flexible, semi 

estructurado y jerárquico de los documentos permiten que evolucionen según la 

necesidad de la aplicación. Este modelo funciona muy bien con catálogos, perfiles de 

usuarios, sistemas de administración de contenido. Un ejemplo MongoDB son bases de 

datos de documentos conocidos que proporcionan API poderosas e intuitivas para un 

desarrollo flexible e iterativo. 

 

Gráficos: Facilitan la creación y la ejecución de aplicaciones que funcionan con 

conjuntos de datos altamente conectados. Algunos casos que incluyen este modelo 

gráfico son redes sociales, detección de fraude, gráficos de conocimiento, motores de 

recomendaciones. 
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Memoria: Son requeridos para aplicaciones tecnológicas que cuentan con casos 

de usos como tablas de clasificación, tiendas de sesión, análisis en tiempo real que 

requieren respuesta de microsegundos y pueden contar con grandes picos de tráfico en 

cualquier momento. 

 

Cuando el volumen de datos crece muy rápidamente en momentos puntuales, 

cuando las necesidades de proceso no se pueden prever, cuando se tienen picos de uso del 

sistema por parte de los usuarios en múltiples ocasiones. Es importante optar por una 

base de datos no relacional  (Bases de datos no relacionales | Bases de datos de gráficos | 

AWS, s. f.). 

 

2.2.3 Machine learning 

El machine learning o aprendizaje automático es una rama de la inteligencia 

artificial la cual permite que las máquinas aprendan sin la necesidad de ser programadas. 

Es una forma indispensable para generar diferentes sistemas capaces de identificar 

patrones entre los datos para lograr hacer predicciones. Esta tecnología puede ser 

encontrada en diferentes aplicaciones como las respuestas de algunos asistentes 

personales Siri, Alexa, Cortana algunos aplicativos como netflix, spotify entre otros 

(«machine learning» , s. f.). 

 

Consiste en automatizar la identificación de diferentes patrones o tendencias 

mediante el análisis de datos. Se puede utilizar técnicas de estadística, algoritmos de 

optimización, procesamiento de grandes volúmenes de datos. El machine learning es un 

gran método de reconocimiento de patrones, y es capaz de convertir muestras de datos en 

un programa capaz de extraer inferencias de nuevos conjuntos de datos para los que se ha 

entrenado previamente (machine learning Funcionamiento , s. f.). 

 

Puede responder según el tipo de aprendizaje utilizado. Se pueden usar cuatro 

tipos de machine learning: 

 

Supervisado: Supervised learning trabaja con datos etiquetados para entrenar a 

los algoritmos mediante un histórico de datos. Donde se suministra las diferentes 

variables de entrada al algoritmo. Así aprende a entregar las salidas o solución. 

 

Semi supervisado: Este enfoque emplea pocos datos etiquetados y muchos datos 

no etiquetados para el entrenamiento, este se caracteriza por generar modelos de 

predicción. 
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No supervisado: no se dispone de datos etiquetados para el entrenamiento. Es 

decir que solo se dispone de datos de entrada real. En este esquema se describe la 

estructura de los datos, buscando algún tipo de organización que los agrupe. 

 

Por refuerzo: Los algoritmos aprenden a partir de la retroalimentación que 

obtienen del exterior como respuesta a sus acciones. Explora distintas opciones y 

posibilidades, evaluando cada resultado determinando cual es la mejor función del 

feedback que recibe. 

 

Se combina con otras disciplinas para crear algoritmos orientados a tareas 

principales como son: 

 

Clasificación: Consiste en tratar de clasificar un individuo basándose en los 

aprendido con otros individuos. 

 

Regresión: Trata de predecir un comportamiento a futuro a partir de datos 

pasados 

 

Identificación de similitudes: Trata de encontrar patrones comunes. 

 

Clustering o agrupación por similitud: Trata de agrupar los individuos por 

similitud, pero sin un propósito en específico. 

 

Agrupación por coocurrencias o por coincidencias en transacciones: Trata de 

encontrar asociaciones entre entidades basada en una coincidencia en alguna acción. 

 

Profiling o identificación de comportamientos típicos: Trata de identificar 

comportamientos típicos, encontrar comportamientos característicos de un individuo, 

grupo o población. 

 

Predicciones de conexiones: Intenta predecir conexiones entre elementos, un 

ejemplo de ellos son recomendaciones en las plataformas. 

 

Reducción de grandes volúmenes de datos seleccionando criterios: Te permite 

reducir el volumen de información total y hacerla más utilitaria. 

 

Identificación de similitudes: Trata de identificar la influencia que tiene un 

hecho sobre otro. 

 

(Machine Learning - SmartPanel, s. f.). 

 

 



 

17 

 

2.2.4 Estado del arte. 

Al realizar diferentes investigaciones sobre artículos, revistas, aplicativos y 

diferentes trabajos los cuales seguían el mismo objetivo de analizar información, realizar 

estudios, machine learning, uso de clasificadores, entre otros, se obtuvo conocimiento 

sobre las diferentes formas que ha sido abordado el tema por diferentes actores, hasta 

donde han llegado, como lo han hecho, desarrollos y tendencias, qué metodologías o 

productos se han utilizado. 

 

Algunos de los documentos más importantes son: 

 

Early prediction of sepsis from clinical data es un challenge el cual utilizó el 

dataset de PhysioNet, este challenge se especializó en cardiología, pero entrego diferente 

información sobre el comportamiento de las variables entregadas en el corpus de datos, 

sobre los diferentes grupos que se presentaron al challenge, el objetivo a cumplir, y los 

métodos utilizados en las pruebas, permitiendo tener un mejor entendimiento de donde 

provienen los datos, como se encuentran divididos y los atributos que contienen.  

Early prediction of sepsis from clinical data: The PhysioNet/computing in 

cardiology challenge 2019 Reyna, Matthew A. Josef, Christopher S. Jeter, Russell 

Shashikumar, Supreeth P. Westover, M. Brandon Nemati, Shamim Clifford, Gari D. 

Sharma, Ashish 

 

Early Prediction of Sepsis Based on Machine Learning Algorithm, es un artículo 

científico el cual analiza los diferentes atributos clínicos de los pacientes hospitalizados, 

basado en algoritmos de aprendizaje automático, donde su principal objetivo es entregar 

predicciones de sepsis en los pacientes, aplicando diferentes clasificadores y métodos de 

procesamiento para realizar una predicción con una anticipación de 6 horas. Los métodos 

de generación de características se construyen combinando diferentes características, 

incluidas características de fuerza estadística, características de ventana y características 

médicas. El método de interpolación múltiple de Miceforest se aplica para abordar 

grandes problemas de datos faltantes. Los resultados muestran que el método de 

generación de características supera al método de procesamiento medio. Los algoritmos 

XGBoost y LightGBM son excelentes en rendimiento de predicción, este artículo 

contribuyo a la construcción del modelo y el entrenamiento de los clasificadores. 

Early Prediction of Sepsis Based on Machine Learning Algorithm Xin Zhao , 

Wenqian Shen, and Guanjun WangSchool of Mathematics, Southeast University, Nanjing 

211189, China.  

 

Derivation, Validation, and Potential Treatment Implications of Novel Clinical 

Phenotypes for Sepsis permite observar los diferentes fenotipos de sepsis en algunos 

casos clínicos, observando el cómo se desarrolla y se comporta dependiendo algunas 
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condiciones del paciente, también se observó cómo evoluciona y se identifican en los 

pacientes estudiados entregando diferentes metodos de medida y verificación. 

Derivation, Validation, and Potential Treatment Implications of Novel Clinical 

Phenotypes for Sepsis. Seymour, Christopher W. Kennedy, Jason N. Wang, Shu Chang, 

Chung Chou H. Elliott, Corrine F. Xu, Zhongying Berry, Scott Clermont, Gilles Cooper, 

Gregory Gomez, Hernando Huang, David T. Kellum, John A. Mi, Qi Opal, Steven M. 

Talisa, Victor Van Der Poll, Tom Visweswaran, Shyam Vodovotz, Yoram Weiss, Jeremy 

C. Yealy, Donald M. Yende, Sachin Angus, Derek C. 

 

HL7 clinical document architecture, release 2 permite observar como se despliega 

dicho estándar en la parte clínica, observando el comportamiento a nivel sistemático, para 

poder generar un buen despliegue o interoperabilidad en las diferentes entidades. 

HL7 clinical document architecture, release 2 Dolin, Robert H. Alschuler, Liora 

Boyer, Sandy Beebe, Calvin Behlen, Fred M. Biron, Paul V. Shabo, Amnon 
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3 ETAPAS DE LA INVESTIGACIÓN 

 
3.1 Tipo de investigación 

La investigación es una actividad que cuenta con mucha diversidad, ya que se 

puede tomar o comprender desde diferentes perspectivas, atendiendo a diferentes 

enfoques o aspectos de la misma. La investigación está presente en todos los campos del 

saber.  

 

3.1.1 Investigación aplicada:  

Se logra definir el proyecto como una investigación aplicada, ya que se utilizarán 

diferentes conocimientos para el análisis y tratamiento de datos clínicos, para aplicarlos 

en el área de la salud y así encontrar una solución eficaz al diagnóstico de sepsis en los 

pacientes. 

 

3.2 Metodología 

Tabla 1 

 

Etapas de la Investigación 

 

Etapas de la investigación 

1 2 3 4 5 6 7 

Inicio Etapa 

preliminar 

Refinamien

to de datos 

Integración 

de datos 

Transforma

ción de 

datos 

Análisis de 

datos 

Almacena

miento de 

datos 

Table 1Etapas de la Investigación. 

Fuente Propia 

 

3.2.1 Investigación analítica 

Se define como una investigación analítica ya que parte de ciertas hipótesis y 

busca comprobarlas, aplicando diferentes teorías, evaluando diferentes variables 

mediante analítica de datos, realizando una agrupación y clasificación de datos clínicos 
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para poder establecer la relación entre el conjunto de variables y un conjunto de 

resultados, y así llegar a una conclusión y una entrega de diagnóstico.  

 

3.3 Etapas de la investigación 

3.3.1 Inicio 

Se observa un problema general en la parte de la salud, donde los pacientes 

hospitalizados pueden desarrollar sepsis, lo cual afecta de forma importante al paciente, 

ya que es necesario tomar medidas oportunas para lograr controlar este delicado proceso. 

 

Es necesario entender que la sepsis es un problema difícil de diagnosticar por sus 

diferentes sintomatologías y problemas que puede desatar, pero es una infección muy 

comprometedora la cual es de vital importancia tratar con rapidez. Por lo cual se intenta 

realizar un análisis de datos que permitan efectuar un diagnóstico oportuno para que el 

personal de salud pueda continuar con el proceso de tratamiento. 

 

3.3.2 Etapa preliminar 

En la etapa preliminar del proyecto encontramos los datos clínicos de los 

pacientes, donde se evidencian grandes cantidades de datos de diferentes centros 

hospitalarios. 

 

Estos datos se encuentran en diferentes formatos o con diferentes unidades de 

medidas dependiendo el estándar o manejo que le dan dichas entidades de salud. Donde 

se podrá contar con n entidades las cuales entregarán datos clínicos de pacientes (EHR). 

 

Figura 6 

Etapa Preliminar 

 

 

Figure 6 Etapa Preliminar 

Fuente Propia 



 

21 

 

3.3.3 Refinamiento de datos 

Al tener todos los datos entregados por las diferentes entidades de salud, se 

realizó un refinamiento de datos, donde el objetivo principal es seleccionar los datos de 

mayor importancia para la detección de sepsis, donde será separado por diferentes grupos 

de datos clínicos (SIRS), (SOFA), etc. 

 

Figura 7 

 

Refinamiento de Datos 

 

 

 

Figure 7 Refinamiento de datos 

Fuente Propia 

 

3.3.4 Integración de datos 

Al realizar la agrupación de datos clínicos necesarios para el estudio de pacientes 

con sepsis, se realizó la integración de todos los datos de los pacientes para iniciar el 

proceso de estandarización. 

 

Figura 8 

 

Integración de Datos 

 

 

Figure 8 Integración de Datos 

Fuente Propia 
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3.3.5 Transformación de datos 

Al obtener todos los datos de los pacientes se inició el proceso de estandarización, 

donde se aplicará el estándar HL7 FHIR. Health Level Seven ofrece a las aplicaciones la 

posibilidad de acceder a los servicios de las demás capas y define los protocolos que 

utilizan las aplicaciones para intercambiar datos. Por lo tanto, se refiere a los protocolos y 

estándares para intercambiar información entre aplicaciones de salud. En resumen, HL7 

se encarga de definir un marco de trabajo y estándares para el intercambio, la integración 

y el acceso a la información electrónica de salud, para evitar inconvenientes o errores en 

el análisis. 

 

Figura 9 

 

Transformación de Datos 

 

 

Figure 9 Transformación de Datos 

Fuente Propia 

 

3.3.6 Análisis de datos 

Al estructurar los datos se realizó un análisis donde se agrupan, y se realiza una 

Clusterización para verificar la aparición más común de sepsis en pacientes y realizar la 

clasificación de diferentes fenotipos. 
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Figura 10 

 

Análisis de Datos 

 

 

Figure 10 Análisis de Datos 

Fuente Propia 

 

3.3.7 Almacenamiento de datos finales. 

Al obtener la información final de los fenotipos y aparición más frecuente se 

entrega al personal de salud una base de datos la cual evaluará los pacientes que ingresen 

realizando un proceso de machine learning y entregando unas respuestas 

correspondientes a una predicción que determina si el paciente podrá desarrollar una 

sepsis en el transcurso de tiempo en hospitalización. 

 

Figura 11 

 

Almacenamiento de Datos Finales 

 

 

Figure 11 Almacenamiento de Datos Finales 

Fuente Propia. 
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4 IDENTIFICACIÓN Y ESTRUCTURACIÓN DE LOS DATOS CLÍNICOS 

(EHR) BRINDADO POR LAS ENTIDADES DE SALUD 

 

Para iniciar un proceso de análisis de los datos clínicos, es de gran importancia 

conocer el cómo se distribuyen dichos datos, por lo tanto primero se identifica y 

estructurar los registros clínicos, realizar un identificación de los datos que fueron 

suministrados para el estudio, extraer algunos datos de importancia como son registros de 

vitales y resultados de laboratorio y observar su comportamiento a través del tiempo, 

utilizar la herramientas correspondientes para la manipulación de los datos y generar las 

agrupaciones necesarias para la recolección y toma de decisiones. 

 

4.1 Identificación y revisión de los datos suministrados 

Para la identificación de los datos clínicos en la primera etapa se realizaron las 

actividades de búsqueda, extracción de datos, comparación, y análisis de la base de datos 

proporcionada por physionet, denominada physionet sepsis 2019, los datos utilizados 

provienen de pacientes de UCI en tres sistemas hospitalarios separados. Los datos de dos 

sistemas hospitalarios estarán disponibles públicamente; sin embargo, un conjunto de 

datos será censurado y utilizado para la puntuación. Cada archivo tendrá el mismo 

encabezado y cada fila representará los datos de una sola hora. Las variables de pacientes 

disponibles consisten en valores demográficos, de signos vitales y de laboratorio.  

 

4.2 Extracción y análisis de datos. 

 

Como se puede observar en el siguiente diagrama, se identifica el lenguaje y las 

tecnologías a implementar. 
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Figura 12 

 

Extracción y Análisis de Datos de Prueba 

 

 

Figure 12 Extracción y Análisis de Datos de Prueba 

Fuente Propia 

Nota. En la figura 12 esta etapa corresponde a la selección de datos clínicos 

(EHR) brindados por las entidades de salud. Da como resultado el inicio de la primera 

etapa del alcance del proyecto, donde gracias a las actividades como: 

 

• Investigación de librerías. 

• Lenguaje y metodologías de desarrollo. 

• Investigación de resultados clínicos. 

• Diseño y arquitectura. 

• Gráficas de resultados. 

 

Se logró implementar el lenguaje de desarrollo a utilizar con sus respectivas 

librerías, para el tratamiento de los datos (EHR). 

 

Investigando diferentes lenguajes de programación, así como también   realizando 

búsqueda de aplicativos similares o antecedentes referentes al estudio de enfermedades e 

integración de información, se logró encontrar una respuesta y un camino sobre qué 

lenguaje era más compatible para el desarrollo del proyecto. Por lo cual se decidió iniciar 

el proceso de desarrollo en el lenguaje de programación Python con sus diferentes 

librerías que nos ayudarán en el buen desarrollo y progreso del proyecto. 
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Figura 13 

 

Lenguaje y Librerías 

 

 

Figure 13 Lenguaje y Librerías 

Fuente Propia 

 
Nota. En la figura 13 se logra observar el lenguaje y las librerías seleccionadas 

para el desarrollo del proyecto. 

 

4.3 Corpus de datos  

El corpus de datos clínico obtenido por physionet_sepsis2019, se encuentra 

agrupado de la siguiente manera:  8 datos de signos vitales, 26 resultados de laboratorio y 

7 datos demográficos. Brindados por tres entidades de salud pública de los EEUU como 

se encuentra en la siguiente tabla. Los cuáles serán objeto de investigación y análisis para 

realizar las pruebas correspondientes e implementación. 
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Tabla 2  

 

Signos Vitales  

 

Row Measurement Description 

1 HR Heart rate (beats/min) 

2 O2Sat Pulse oximetry (%) 

3 Temp Temperature (°C) 

4 SBP Systolic BP (mm Hg) 

5 MAP Mean arterial pressure (mm Hg) 

6 DBP Diastolic BP (mm Hg) 

7 Resp Respiration rate (breaths/min) 

8 Etco2 End tidal carbon dioxide (mm Hg) 

Table 2 Signos Vitales 

Tabla 3   

 

Valores de Laboratorio 

 
Row Measurement Description 

9 BaseExcess Excess bicarbonate (mmol/L) 

10 Hco3 Bicarbonate (mmol/L) 

11 Fio2 Fraction of inspired oxygen (%) 

12 pH pH 

13 Paco2 Partial pressure of carbon dioxide 

from 

arterial blood (mm Hg) 

14 Sao2 Oxygen saturation from arterial 

blood (%) 

15 AST Aspartate transaminase (IU/L) 

16 BUN Blood urea nitrogen (mg/dL) 

17 Alkalinephos Alkaline phosphatase (IU/L) 

18 Calcium Calcium (mg/dL) 

19 Chloride Chloride (mmol/L) 

20 Creatinine Creatinine (mg/dL) 

21 Bilirubin direct Direct bilirubin (mg/dL) 

22 Glucose Serum glucose (mg/dL) 

23 Lactate Lactic acid (mg/dL) 

24 Magnesium Magnesium (mmol/dL) 
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25 Phosphate Phosphate (mg/dL) 

26 Potassium Potassium (mmol/L) 

27 Bilirubin total Total bilirubin (mg/dL) 

28 TroponinI Troponin I (ng/mL) 

29 Hct Hematocrit (%) 

30 Hgb Hemoglobin (g/dL) 

31 PTT Partial thromboplastin time (s) 

32 WBC Leukocyte count (count/L) 

33 Fibrinogen Fibrinogen concentration (mg/dL) 

34 Platelets Platelet count (count/mL) 

Table 3 Valores de Laboratorio 

 

Tabla 4   

 

Datos Demográficos 

 

Row Measurement Description 

35 Age Age (yr) 

36 Gender Female (0) or male (1) 

37 Unit 1 Administrative identifier for ICU unit 

(medical ICU); false (0) or true (1) 

38 Unit 2 Administrative identifier for ICU unit 

(surgical ICU); false (0) or true (1) 

39 HospAdmTime Time between hospital and ICU 

admission 

(hours since ICU admission) 

40 ICULOS ICU length of stay (hours since ICU 

admission) 

41 SepsisLabel For septic patients, SepsisLabel is 1 if 

t ≥ tsepsis—6 and 0 if t < tsepsis—6. 

For nonseptic patients, SepsisLabel 

is 0. 

Table 4 Datos Demográficos 
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Figura 14 

 

Estructura de Datos. 

 

 

Figure 14 Estructura de Datos. 

Fuente Propia 

 

Nota. En la figura 14 este corpus de datos se tomó una muestra de cincuenta 

pacientes, para realizar un análisis y verificación de estos datos (EHR) para visualizar su 

contenido y estudiar de qué modo se pueden tratar. 

 

Figura 15 

 

Visualización de Datos Clínicos 

 

 

Figure 15 Visualización de Datos Clínicos 

Fuente Propia 
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Nota. En la figura 15 verifica la cantidad de información a procesar, resultados 

clínicos, datos demográficos y demás información que tendrá que ser transformada. 

Se realizó un análisis de los datos (EHR) para verificar el resultado que brindaba 

y que facilidad de respuesta se tendría en las gráficas. Obteniendo como resultado 

algunas gráficas nulas o discontinuas con datos perdidos o poco entendibles. 

 

Figura 16 

 

Gráficas de los Datos Clínicos de un Paciente 

 

Figure 16 Gráficas de los Datos Clínicos de un Paciente 

Fuente Propia 

Nota. En la figura 16 se observa el comportamiento de algunas variables clínicas 

de un paciente como son: frecuencia cardiaca, presión arterial, etc. 

 

4.3.1 Agrupación de datos de pacientes  

La Segundo etapa inicia su proceso de actividades gracias a los resultados 

obtenidos en el primer módulo evaluado en el corpus de datos mencionado anteriormente, 

se inician el proceso de actividades como son: 

 

• Agrupación de datos clínicos. 

• Comparación de datos 

• Análisis y plots de los datos agrupados. 
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Se trabajaron datos individuales, se tomaron 50 pacientes de forma aleatoria y se 

hizo un estudio individual. En esta actividad se realiza la agrupación de todos los 

pacientes para realizar un análisis en conjunto. 

 

Figura 17 

 

Dataframe de Agrupación 

 

 

Figure 17 Dataframe de Agrupación 

Fuente Propia 

Nota. En la figura 17 se observa la agrupación de 50 pacientes, para verificar el 

comportamiento de un valor de laboratorio o signo vital. 

 

4.3.2 Comparación de datos clínicos 

Luego de unificar los datos de los pacientes y crear un dataframe por cada 

resultado clínico se realizó una comparación de los datos clínicos de los cincuenta 

pacientes donde podemos observar 8 por cada uno de los atributos que tenían 8 datos 

vitales, 25 resultados clínicos y 7 datos demográficos. 
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Figura 18 

 

Datos Clínicos Agrupados de Cincuenta Pacientes 

 

 

Figure 18 Datos Clínicos Agrupados de Cincuenta Pacientes 

Fuente Propia 

Tras realizar la comparación en de los datos clínicos, se procede a realizar las 

gráficas de los datos clínicos unificados, donde se puede observar el resultado de los 

primeros ocho pacientes, y la variabilidad en los picos de máximos y mínimos. 

 

Figura 19 

 

Gráfica de los Datos Agrupados  

 

 

Figure 19 Gráfica de los Datos Agrupados 

Fuente Propia 

Nota. En la figura 19. Se observa la agrupación de 50 pacientes, de forma gráfica 

verificando el comportamiento de algunas variables clínicas, observando si salen de su 
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rango de control, se tomó de criterio de comparación tres resultados vitales (Frecuencia 

cardiaca, Respiración, Temperatura) y dos resultados de laboratorio (Saturación de 

oxígeno, Glucosa) obteniendo el comportamiento de estos resultados a través del tiempo. 

 

4.4  Incorporación de métodos de análisis de sepsis 

Tras verificar los datos en la plataforma Colab y trabajar con el lenguaje Python, 

se planteó la idea de verificar diferentes formas de analizar la información obtenida por 

los datos clínicos. Se verificaron diferentes formas de estudiar el grupo de datos para 

evidenciar la aparición de sepsis en los pacientes. 

 

4.4.1 Sepsis-2 

En el año 2001, el grupo de expertos del Society of Critical Care Medicine 

(SCCM), la European Society of Intensive Care Medicine (ESICM), la American College 

of Chest Physicians (ACCP), la American Thoracic Society (ATS), y la Surgical 

Infection Society (SIS) recomendó que las definiciones de sepsis, sepsis severay shock 

séptico del año 1992 deberían mantenerse, este consenso expandió la lista de criterios 

diagnósticos, aumentando parámetros generales, parámetros hemodinámicos, parámetros 

inflamatorios y parámetros de perfusión tisular, pero no sugirió cambios en las 

definiciones por ausencia de evidencia (Sepsis-3 Y Las Nuevas Definiciones, ¿Es Tiempo 

De Abandonar SIRS?, n.d.) 

 

El SIRS (del inglés Systemic Inflammatory Response Syndrome) es una situación 

clínica de respuesta inflamatoria general a una agresión, consecuencia de una infección. 

Es un conjunto complejo de fenómenos patológicos que producen alteraciones clínicas en 

cuatro elementos: temperatura, frecuencia cardíaca, frecuencia respiratoria y recuento de 

leucocitos.  

 

Figura 20 

 

Sepsis - 2 

 

 

Figure 20 Sepsis - 2 
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Fuente Propia 

Nota. En la figura 20. Se logra observar una de las metodologías que muestra un 

modelo de desarrollo de sepsis llamado sepsis-2. Donde tenemos una infección probada o 

sospechosa y el estudio de diferentes resultados clínicos como son la temperatura, 

frecuencia cardiaca, frecuencia respiratoria, recuento de leucocitos, donde serán 

evaluados bajo los criterios de la metodología SIRS, comprobando que los resultados de 

los atributos mencionados con anterioridad se encuentren fuera de los parámetros 

ordinarios. 

 

4.4.2 Sepsis - 3 

Recientemente, el Grupo de Trabajo de las Definiciones de Sepsis (Sepsis 

Definitions Task Force) ha publicado el consenso SEPSIS-3 (13) con las definiciones 

actualizadas de sepsis y shock séptico y dos reportes con evidencia para validar estas 

nuevas definiciones 

 

SOFA (Sequential Organ Failure Assessment, por sus siglas en inglés), que 

incluye una serie de criterios clínicos, de laboratorio y de manejo. SOFA (Sequential 

Organ Failure Assessment, por sus siglas en inglés), que incluye una serie de criterios 

clínicos, de laboratorio y de manejo. 

 

qSOFA (quick SOFA, por sus siglas en inglés) que puede servir para considerar 

una posible infección en pacientes en quienes no se ha diagnosticada infección 

previamente, no requiere pruebas de laboratorio, se puede realizar de manera rápida y se 

puede utilizar para el tamizaje de pacientes en quienes se sospecha un cuadro de sepsis 

probable. Se sugiere que los criterios qSOFA pueden ser utilizados de manera inmediata 

por los clínicos para evaluar la disfunción de órganos, para iniciar o intensificar la terapia 

en su caso, y para considerar la derivación a la atención crítica o aumentar la frecuencia 

de seguimiento, si aún no lo han llevado a cabo este tipo de acciones 
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Figura 21 

 

Sepsis – 3 
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Figure 21 Sepsis – 3 
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Nota. En la figura 21 se logra observar un modelo de sepsis-3 donde se cuenta con 

tres tipos de estudios, una infección probada o sospechada, la metodología qSOFA y la 

metodología SOFA. Donde se plantean los límites o valores establecidos para cada uno 

de los resultados clínicos. 

 

4.5  Análisis de pacientes por horas de hospitalización. 

Al verificar la información de los cincuenta datos clínicos de prueba, e incorporar 

los modelos de detección de sepsis se planteó un análisis de pacientes por horas de 

hospitalización realizando un diagrama de un posible modelo de clasificación para 

agrupar los datos dependiendo su resultado 

 

Figura 22 

 

Modelo de Clasificación 

 

 

 

 

Figure 22 Modelo de Clasificación 

Fuente Propia 

 

Nota. En la figura 22 se observa un modelo para realizar la clasificación de 

aparición de sepsis en un paciente hospitalizado 

 

4.6  Importación de datos en Mongodb 

Después de plantear diferentes alternativas para la estructuración de los datos, y 

verificar las mejores opciones para crear el CDA, se optó por usar Mongodb ya que 
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permite generar la información de los pacientes en documentos JSON, de una forma 

rápida en la cual se podrán realizar agregaciones, para trabajar con diferentes variables 

creadas, para ser identificadas por cada paciente en términos de horas, lo cual brinda 

rapidez en la búsqueda y agrupación de datos para su futuro análisis. 

 

Figura 23 

 

Estructura Mongodb 

 

 

Figure 23 Estructura Mongodb 

Fuente Propia 

 

Nota. En la figura 23. Se manejaron los datos importados, donde se utilizará 

pymongo para la importación de datos y modificación de los dataframe para añadir las 

columnas hora y paciente. 
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Para el manejo de los datos entregados otorgados por physionet_sepsis2019, se 

realiza una conversión a archivos CSV, para un manejo más cómodo, ya que vienen en 

un formato PSV. 

 

Al importar el dataset se verifica paciente por paciente y crea la columna Hora y 

Paciente, las cuales permiten identificar y evaluar todos los datos clínicos por horas de 

hospitalización y a su vez identificando qué datos le pertenecen a cada paciente. 

 

Pymongo importará el archivo, lo verificará, realizará la inserción de las 

columnas y seguirá con el siguiente paciente. Al terminar la importación se iniciarán las 

agregaciones, la primera cuenta con la estructura y condiciones necesarias para que 

evalué la data set y permita conocer si el paciente cumple con las condiciones para que la 

variable Sepsis_SIRS sea positiva, también se evaluarán las condiciones de SOFA 

verificando si pertenece a algún grupo de sepsis, entregando  la variable Sepsis_SOFA 

con el grupo en el cual se encuentra.  

 

Para iniciar la evaluación y agregación de las nuevas variables Sepsis_SIRS y 

Sepsis_SOFA, se realizará un comparativo de algunas variables de cada paciente, donde 

se verificará el rango de cada variable y se agregarán los valores a evaluar. 

 

4.6.1 Agregación Sepsis SIRS 

Se realizó una agregación para el método de estudio de sepsis-2 llamado SIRS en 

el cual se verificará los datos evaluados por el método como son: HR, TEMP, WBC. Los 

cuáles serán evaluados en la agregación cumpliendo algunas condiciones de métricas 

como son: 

 

- HR: >60 and <100 

- Temp: >36 and < 38.3 

- WBC: >4.0 and < 12.0 

 

Si los valores entregados se encuentran en el rango entregado, el resultado de la 

operación será verdadero, si no se encuentran en el rango establecido el valor será falso lo 

que quiere decir que los valores están fuera del rango habitual. Si dos de estos tres datos 

de laboratorio se encuentran falsos se tomará como positiva para riesgo de sepsis  

 

 

4.6.2 Agregación Sepsis SOFA 

Se realizó una agregación para el método de estudio de sepsis-3 llamado SOFA en 

el cual se verifican los datos evaluados por el método como son: Respiración, Plaquetas, 
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Bilirrubinas, Media Arterial, Creatinina. SOFA consta de cinco grupos donde el paciente 

en el grupo cero está libre de sepsis, y en los grupos superiores puede presentar sepsis 

con mayor riesgo según el nivel del grupo, dependiendo de la puntuación obtenida por el 

condicionamiento del método de estudio, el cual fue recreado en Mongo de la siguiente 

manera: 

 

Tabla 5  

 

Puntaje SOFA 

 

Puntaje SOFA 

Grupo 0: Respiración:  >= 400 

Plaquetas:      >=150   

Bilirrubinas:  <1.2 

Media Arterial: >= 70 mmHg 

Creatinina:  > 1.2 

 

Grupo 1: Respiración:   < 400 

Plaquetas:      <150   

Bilirrubinas:  > 1.2 and < 1.9 

Media Arterial: < 70 mmHg 

Creatinina:  > 1.2 and < 1.9 

Grupo 2: Respiración:   < 300 

Plaquetas:      <100 

Bilirrubinas:  > 2.0 and < 5.9 

Media Arterial: < 70 mmHg 

Creatinina:  > 2.0 and < 3.4 

Grupo 3: Respiración:   < 200 

Plaquetas:      <50   

Bilirrubinas:  > 6.0 and < 11.9 

Media Arterial: < 70 mmHg 

Creatinina:  > 3.5 and < 4.9 

Grupo 4: Respiración:   < 100 

Plaquetas:      <20   

Bilirrubinas:  > 12.0 

Media Arterial: < 70 mmHg 

Creatinina:  > 5.0 
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Table 5 Puntaje SOFA 

Fuente Propia 

 

Si los valores entregados se encuentran en el rango estipulado, se entregará un 

valor a la variable y se realizará una sumatoria, para ubicar en los diferentes grupos al 

paciente en la escala de 0 a 4, y verificar si el paciente puede desarrollar una sepsis. 

 

4.6.3  Monitor de variables clínicas 

Al obtener los datos necesarios en la primera agregación de sepsis SIRS y SOFA, 

se creó una segunda agregación que presenta la información del paciente de una forma 

más organizada, como son: 

 

Header 

Demographics 

Vital_Signs 

Laboratory_values 

Engineering_variables 

Result_Sepsis 

 

De esta manera se podrán observar los datos del paciente hospitalizado de una 

forma resumida y específica a estas variables. 
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5 ANÁLISIS DE LOS DATOS ESTRUCTURADOS 

 

Al observar el comportamiento de los datos clínicos de los pacientes, verificar 

cómo se comportan las variables vitales, resultados de laboratorio, y crear diferentes 

variables de ingeniería que permiten llevar un control y generar comparaciones a futuro, 

se procede a iniciar el análisis con los datos estructurados generados en las etapas 

anteriores. Realizando estudios, pre-procesamientos, división del dataset, selección de 

metodologías y clasificadores y configuración para el entrenamiento del modelo. 

 

5.1  Estudio y análisis de datos  

Tras realizar diferentes análisis de los datos suministrados, se verificó el 

comportamiento de algunas variables de laboratorio, por lo cual se tomó la iniciativa de 

realizar diferentes estudios de modelamiento de datos para identificar los pacientes que 

podían desarrollar o desarrollaron sepsis por lo cual surgió una pregunta de investigación: 

 

¿Qué análisis o método se debería utilizar longitudinal (Time-series), o 

transversal (Cross-sectional)? 

 

Para dar respuesta a esta pregunta se realizaron diferentes pruebas en los datos, 

desde estudiar los datos de laboratorio en un transcurso de tiempo o cohorte, o asignar 

diferentes grupos de datos y analizar las diferentes características y sus resultados. Al 

verificar los datos obtenidos en el dataset se observó que los pacientes que se encuentran 

hospitalizados, entregan sus resultados de laboratorio y vitales por rango de horas, por lo 

cual se realizará un estudio transversal o Cross-sectional, para observar cómo se 

comportan algunos resultados de laboratorio (Manterola et al., 2019). 
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Figura 24 

 

Cantidad de Pacientes por Horas 
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Figure 24 Cantidad de Pacientes por Horas 

 

Fuente Propia 

Se logra observar que el dataset completo cuenta con un total de 20336 pacientes 

hospitalizados, desde la hora cero (0), hasta la hora trescientos treinta y cinco (335), 

donde se observa que, en el transcurso del tiempo, se disminuyen los pacientes. 
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Figura 25 

 

Conteo de la variable SepsisLabel en los 790215 registros 

 

 

Figure 25 Conteo de la variable SepsisLabel en los 790215 registros 

 

Fuente Propia 

En el conteo de la variable SepsisLabel, se puede observar que se tienen muchos 

pacientes clasificados en cero (0) negativos, en diferentes horas, un total de 773079, y 

17136 pacientes clasificados con (1) positivos, por lo cual podemos observar que se cuenta 

con un dataset desbalanceado.   

 

5.2  Distribución de los datos 

Para iniciar el proceso de modelamiento lo primero que se realizará es 

implementar las librerías necesarias para la división de los datos, dónde utilizaremos el 

lenguaje de Python con las librerías de pandas, numpy, entre otras. Luego qué mongo 

entregará el dataset generado con las agregaciones correspondientes y análisis de todos 

los pacientes el cual llamamos CDA, facilitando los datos de los pacientes hospitalizados 

y las variables de ingeniería creadas con las agregaciones realizadas en mongodb. 

 

Tras el análisis surgió una pregunta de investigación la cual fue:  
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¿En qué momento o rango de hora se nota con frecuencia la aparición de sepsis en 

los pacientes hospitalizados? 

 

Para responder esta pregunta se realizó un análisis a todos los pacientes desde la 

hora cero (0), hasta el último registro horario, donde se observó qué la aparición de sepsis 

en los pacientes hospitalizados era más frecuente en un rango de hora avanzado. Por 

ejemplo, se tomó como rango inicial la hora 120 en adelante lo cual es estimado desde el 

día cuarto (4), por lo cual se tomó la decisión de generar un rango de horas estimado para 

el estudio de los resultados de laboratorio de los pacientes dónde se plantea realizar un 

estudio longitudinal por días. 

 

Se plantea tomar los pacientes que iniciaron desde la hora ciento veinte (120) 

hasta la hora doscientos veinte (220), dando inicio al estudio de datos desde el cuarto día 

(4), y finalizando en el octavo día. Para llevar a cabo se crea una función en Python, la 

cual permite realizar la división de los pacientes que están en el rango de horas (120 a 

220) un rango de 100 horas de hospitalización, equivalente a cuatro días.  

 

Se toma el dataset completo (CDA) entregado por mongodb, el cual no entrega un 

base de datos con 20336 pacientes, con 790215 registros y 58 columnas, se ejecuta la 

función creada para crear un nuevo dataset con los pacientes hospitalizados, que se 

encuentran en el rango de horas mencionado y lograr comprobar cuántos pacientes 

obtenían sepsis en dicho rango. Al ejecutar la función se obtiene un dataset nuevo 

obteniendo como resultado 12939 registros de pacientes hospitalizados. Donde surgieron 

las siguientes preguntas: 

 

¿Cuántos pacientes se encuentran en los 12939 registros? 

¿Los pacientes que se encuentran en los 12939 registros cumplen con el rango de 

las 100 horas? 

 

Para resolver estas preguntas e iniciar el análisis se debe verificar el número de 

pacientes que existe en los 12939 registros, para lo cual se creó una función en Python, 

conteo_pacientes, que entrega el número de pacientes que cumplen con el rango de 100 

horas en los 12939 registros, dando como resultado 247 pacientes. 

 

Al observar la cantidad de pacientes, estos disminuyen conforme van pasando las 

horas, sea por un alta de hospitalización u otra circunstancia, se decide dividir el dataset 

en rango de 25 horas generando cuatro grupos horarios (G1 - G2 - G3 - G4) para un 

análisis más adecuado. Se genera una función la cual nos divide el rango de 100 horas en 

cuatro grupos de 25 horas cada uno. 
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Pero antes de generar la división de los datos por horas, se procedió a crear los 

datos de entrenamiento y test, el cual se generará del dataset de los 247 pacientes del 

rango de 100 horas completo, siendo así surgió una pregunta en la investigación: 

 

¿Cómo dividir el dataset de una forma equivalente para los datos de 

entrenamiento y test? 

 

Como respuesta a la pregunta se planteó crear un sistema de puntuación binaria, 

donde se recorriera el dataframe completo, verificando los 12939 registros, y 

comprobando diferentes atributos como son “SepsisLabel”, “SepsisSirs”, “SepsisSofa”. 

El cual entrego una clasificación referente a una tabla binaria, asignando un puntaje, 

dependiendo el resultado obtenido por cada atributo   

 

Tabla 6  

 

Sistema Binario 

 

DPaciente SepsisLabel SepsisSirs SepsisSofa Puntaje 

1 0 0 0 0 

2 0 0 1 1 

3 0 1 0 2 

4 0 1 1 3 

5 1 0 0 4 

6 1 0 1 5 

7 1 1 0 6 

8 1 1 1 7 

Table 6 Sistema Binario 

Fuente Propia 

Tras realizar el sistema binario, se logró identificar qué pacientes tuvieron como 

resultado aparición de la variable, SepsisLabel en el rango de 120 a 220 horas, cuáles 

desarrollaron una variable positiva de SepsisSirs o SepsisSOFA en el mismo rango de 

horas. También se logró identificar qué pacientes desarrollaron las tres variables, o 

alguna combinación entre ellas. Cabe recalcar qué las tres variables identifican el 

desarrollo o aparición de sepsis en el paciente, pero son un análisis de diferentes variables 

de laboratorio y vitales. 

 

Luego de generar el dataset con el sistema binario para los 247 pacientes se 

realizó una validación, con un validador cruzado llamado “Stratified Suflet Split” el cual 

nos ayudará a proporcionar índices de entrenamiento, con los cuales podemos dividir 

conjuntos de datos en entrenamiento, y prueba, de una forma más equitativa dependiendo 
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los parámetros designados. Este objeto de validación Cruzada devuelve pliegues 

aleatorios estratificados los pliegues se realizan conservando el porcentaje de muestras de 

cada clase. Con la función de puntaje binario y el uso del validador cruzado se resuelve la 

pregunta de generar el dataset de entrenamiento y test equitativos. 

 

Al ejecutar la función de validación cruzada en el dataset, el cual incluye a los 

247 pacientes, se dividió gracias al objeto de la librería de Python “Sklearn” llamado 

“StratifiedShuffleSplit” se dividió en dos datasets uno entrenamiento y otro de test, los 

cuales fueron divididos de una forma equitativa gracias a la función generada con el 

validador cruzado, dónde se obtuvieron 197 pacientes para los datos de entrenamiento y 

50 pacientes para los datos de test. Algunos parámetros utilizados para el validador 

cruzado son: 

 

n_splits: El cual es el número de iteraciones que se baraja y se hace la división. 

 

test_size: El cual, si es flotante representa la proporción del conjunto de datos 

para incluir en la división de prueba, sí es un entero representa el número absoluto de 

muestras de la prueba y si es ninguno el valor se establece como complemento del 

tamaño. 

 

Figura 26 

 

TrainSet 

 

 

Figure 26 TrainSet 

Fuente Propia 

Se logra observar el resultado de algunos pacientes que fueron evaluados con el 

sistema binario entregando un resultado y separado en la data set de Trainset 
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Figura 27 

 

TestSet 

 

 

Figure 27 TestSet 

Fuente Propia 

 

Se logra observar el resultado de algunos pacientes que fueron evaluados con el 

sistema binario entregando un resultado y separado en la data set de TestSet 

 

Figura 28 

 

Train y Test Gráficos 
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Figure 28 Train y Test Gráficos 

Fuente Propia 

Se puede observar los resultados tanto para Train como para Test, ejecutados por 

el método binario creado y con la ayuda del Stratified Suflet Split (SSS). 

Al obtener el dataset de entrenamiento y test se procede a realizar, la división en 

los cuatro grupos mencionados con anterioridad para obtener los registros totales. 

 

 

Tabla 7 

 

Cantidad de Registros por Grupo 

 
Grupo Registros 

1 5354 

2 3472 

3 2481 

4 1632 

Table 7 Cantidad de Registros por Grupo 

Fuente Propia 

Al obtener la cantidad de registros y pacientes por cada grupo, se daría inicio al 

proceso de modelamiento, pero antes se debía realizar la división de los dataset de cada 

grupo, en datos de entrenamiento y test. 

 

Figura 29 
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Cantidad de Pacientes y Registros en Train y Tets 

 

 

Figure 29 Cantidad de Pacientes y Registros en Train y Tets 

Fuente Propia 

 

Al obtener los resultados de la función, que permitió dividir el dataset en cuatro 

grupos de horas de una forma equitativa para train como test, procedió a graficar algunos 

resultados para observar los pacientes que desarrollaron SepsisLabel, Sirs o Sofa o alguna 

combinación.  

 

 

Figura 30 

 

División de Train y Test en los Cuatro Grupos  

 

 

Figure 30 División de Train y Test en los Cuatro Grupos 

Fuente Propia 
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5.2.1 Extracción de pacientes de entrenamiento 

Tras obtener los datos del Rango horario de 120 a 220 horas, y la división de los 

cuatro grupos de horas:  

 

0 a 25 horas  

26 a 50 horas 

51 a 75 horas  

76 a 100 horas  

 

Y obtener con las funciones necesarias el set de entrenamiento y el set de test se 

procede a realizar la extracción de los registros de cada paciente del dataset completo y la 

cantidad para iniciar el proceso de modelamiento. 

 

Tabla 8 

 

Disminución de Pacientes por Rango de Hora 

 
Horas Paciente

s Restantes 

(Entrenamiento) 

Alta 

hospitalaria 

(Rango Horas) 

Paciente

s Restantes 

(Entrenamiento) 

Alta 

hospitalaria 

(Rango Horas) 

0-25 197 0 50 0 

26-50 134 63 33 17 

51-75 97 37 20 13 

76-100 69 28 13 7 

Table 8 Disminución de Pacientes por Rango de Hora 

Fuente Propia 

Al obtener la identificación de todos los pacientes en los cuatro grupos generados, 

la cantidad de registros por cada grupo, la cantidad de pacientes por cada grupo tanto en 

entrenamiento como en test, se inicia el proceso de modelamiento dónde se 

implementarán diferentes modelos de Machine learning para verificar cuál de ellos 

entrega un mejor resultado. 

 

5.3  Modelamiento de datos 

Luego de obtener los datos divididos en grupos, se plantea realizar un 

modelamiento de cada grupo para observar la predicción de sepsis en los pacientes, por lo 

cual surge la siguiente pregunta: 

 



 

52 

 

¿Cuál es la mejor variable objetivo para el proceso de entrenamiento en los 

atributos del dataset?  

 

Aunque gracias al CDA que se configuró en mongodb, el cual nos entrega algunas 

variables de ingeniería y resultados como son “SepsisSirs” y “SepsisSofa”, se decide 

trabajar con los atributos originales del dataset y elegir como variable objetivo 

SepsisLabel ya que es una variable que viene definida en el dataset y nos puede entregar 

resultados más aproximados a la realidad. 

  

Se da inicio con tres modelos diferentes los cuales entregan facilidad en el 

proceso de análisis y cuentan con diferentes hiperparametros que pueden ayudar al 

análisis de los datos los modelos que se utilizaron son: 

 

Regresiones logísticas  

Random Forest  

k-Nearest Neighbor (knn)  

 

Por lo cual se da inicio a la creación de las funciones necesarias, y a la 

implementación de las librerías en Python para el análisis y modelamiento de datos con 

estas tres funciones. 

 

5.3.1 Regresión Logística 

El primer modelo con el cual se trabajó es la regresión logística, qué es un método 

que permite estimar la probabilidad de una variable cualitativa binaria en función de una 

variable cuantitativa, la aplicación de la regresión logística es la de clasificación binaria y 

permite realizar observaciones que se clasifican en un grupo u otro, dependiendo el valor 

que toma la variable que se emplea como predictora o la variable a predecir. Está trata de 

un modelo de regresión que modela el logaritmo de la probabilidad de pertenecer a cada 

grupo, está asignación se hace frente a la función de las probabilidades predichas. 

 

5.3.2 Random Forest 

Random Forest o bosque aleatorio es una técnica de Machine learning, la cual 

tiene la capacidad de generalización muy alta para muchos problemas, con lo cual se 

puede hacer limitaciones de los árboles de decisión. 

 

El Random Forest utiliza un proceso de Bagging, el cual es una técnica usada para 

reducir la varianza de las predicciones a través de la combinación de los resultados de 

varios clasificadores cada uno de ellos modelados con diferentes subconjuntos tomados 

de la misma población o los mismos datos qué se están utilizando 
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El Random Forest es un conjunto de árboles de decisión, los cuales ven distintas 

porciones de los datos ninguno de ellos de los datos de entrenamiento completo, esto 

hace que cada árbol se entrene con distintas muestras de datos para un mismo problema y 

de esta forma combinar los resultados y compensar los errores cometidos para tener una 

predicción que sea más generalizada. para problemas de clasificación se suelen combinar 

los resultados de los árboles de decisión usando un voto suave que se le da más 

importancia a los resultados en los que los árboles estén más seguros o una respuesta más 

clara. 

 

Es necesario realizar la configuración de algunos hiper parámetros, los cuáles 

serán útiles para una predicción más segura, por ejemplo, tenemos: 

 

n_estimator:  Qué es el número de árboles que va a tener el bosque aleatorio 

normalmente, mientras más árboles mucho mejor, pero a partir de cierto punto deja de 

mejorar y solo hacen que el algoritmo sea más lento y el análisis tenga un tiempo más 

largo de proceso. 

 

n_jobs: Es el número de cores qué se pueden usar para entrenar los árboles cada 

árbol es independiente del resto así que entrenar un bosque aleatorio es una tarea muy 

paralelizable, por lo tanto, se definen cuántos cores se quieren utilizar para el 

entrenamiento. 

 

Esta técnica aprendizaje automático supervisado en árboles de decisión entrega 

una gran ventaja en el cual  se obtiene un mejor rendimiento de generalización durante el 

entrenamiento similar. 

 

5.3.3  K-Nearest-Neighbor 

Knn es un algoritmo basado en instancia de tipo supervisados de Machine 

learning el cual puede usarse para clasificar nuevas muestras o valores discretos para 

predecir regresiones o valores continuos. Esencialmente sirve para clasificar valores 

buscando los puntos de datos más similares o por cercanía los cuales se obtienen en la 

etapa de entrenamiento y haciendo conjeturas de nuevos puntos basados en esa 

clasificación. 

 

Este algoritmo busca en las observaciones más cercanas a la que se esté tratando 

de predecir, y clasifica puntos de interés basados con la mayoría de los datos que lo 

rodean o los datos que se están utilizando para el entrenamiento, es un algoritmo 

supervisado y está basado en instancia, esto quiere decir que el algoritmo no aprende 

explícitamente de un modelo como por ejemplo de regresión logística, los árboles de 

decisión en cambio memoriza las instancias de entrenamiento qué son usadas como base 

en el conocimiento para la frase de predicción. 
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Calcula la distancia entre el ítem a clasificar, y al resto de los ítems del dataset de 

entrenamiento, seleccionando los elementos más cercanos con una menor distancia según 

la función que se use y realiza una votación de mayoría entre los k. 

 

Knn se encuentra bajo la categoría de métodos denominados lacy learning se 

llama así ya que este tipo de algoritmos no entrena un modelo quiere decir que no se 

optimiza, sino que simplemente compara cuán parecidos son los puntos que conocemos 

con los puntos nuevos para obtener así una predicción.   

 

Este algoritmo de aprendizaje no paramétrico, basado en instancias, debido a que 

no hace suposiciones explícitas sobre la forma funcional de los datos, significa que 

nuestro algoritmo no aprende explícitamente un modelo, en lugar de ello opta por 

memorizar las instancias de formación que posteriormente se utilizan como conocimiento 

para la fase de predicción. Este algoritmo tiene un coste de memoria un poco alto ya que 

debemos almacenar un conjunto de datos potencialmente enorme como un coste 

computacional durante el tiempo de prueba. 

 

También es importante reconocer que los hiperparámetros son necesarios para 

tener un buen desempeño en el algoritmo, como es el caso de k y el número de vecinos 

para k. No existe un número óptimo que se adapte a todos los tipos de datos debido a que 

cada conjunto de datos tiene sus propios requisitos y se ha demostrado que una pequeña 

cantidad de vecinos es más flexible y tendrá un bajo sesgo para una alta varianza y un 

gran número de vecinos tendrá un límite de decisiones más suave lo que significa una 

varianza más baja pero un sesgo más alto. 

 

5.3.4 Implementación de los modelos 

Al definir los modelos a utilizar y comprender su funcionamiento, se procede a 

implementar las funciones de las librerías necesarias para cada modelo expuesto con 

anterioridad, así mismo se crean las clases correspondientes y se ejecuta el análisis de los 

datos por cada modelo. Por lo cual aparece una pregunta en la investigación: 

 

¿Cuáles son las variables que se deben analizar, para el entrenamiento y la 

predicción de sepsis en los pacientes? 

 

Se optó por tomar las 44 variables las cuales nos entrega el Dataset para iniciar las 

pruebas de entrenamiento y análisis de datos, dejando como variable objetivo 

SepsisLabel, las variables que se analizarán son: 

 

 

 



 

55 

 

Tabla 9  

 

Distribución de Datos 

 

Ítem Atributo 

1 Bilirubin_total 

2 Creatinine 

3 MAP 

4 Platelets 

5 Respiración 

6 HR 

7 SepsisLabel 

8 AST 

9 Age 

10 Alkalinephos 

11 BUN 

12 BaseExcess 

13 Bilirubin_direct 

14 Calcium 

15 Chloride 

16 DBP 

17 EtCO2 

18 FiO2 

19 Fibrinogen 

20 Gender 

21 Glucose 

22 HCO3 

23 Hct 

24 Hgb 

25 HospAdmTime 

26 ICULOS 

27 Lactate 

28 Magnesium 

29 O2Sat 

30 PTT 

31 PaCO2 

32 Phosphate 

33 Potassium 

34 Resp 

35 SBP 
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36 SaO2 

37 Temp 

38 TroponinI 

39 Unit1 

40 Unit2 

41 WBC 

42 pH 

43 Paciente 

44 Hora 

Table 9 Distribución de Datos 

          Fuente Propia 

 

5.3.5 Medidas estadísticas 

 

Se inicia el proceso de análisis con las 44 variables, y se utilizarán algunas 

medidas estadísticas para verificar los resultados obtenidos como son: 

 

Score: aproximación del modelo de predicción.  

 

AUC: El área bajo la curva o AUC, este puntaje nos da una idea del grado de 

precisión del modelo, cuándo es aproximadamente 1 presenta un modelo con un grado de 

precisión bueno, cuando el resultado se aproxima a 0 entregará un resultado negativo para 

la precisión del modelo, esta será representada gráficamente por la curva roc la cual nos 

informa el grado para distinguir el modelo entre dos cosas. 

 

F1-Score: Con este valor se pueden combinar las medidas de precisión y recae en 

un solo valor, esto hace más fácil comparar el rendimiento combinado de la precisión y la 

exhaustividad entre varias soluciones. Para presentar este valor de una forma más gráfica 

se utiliza la matriz de confusión, dónde se puede  visualizar el desempeño del algoritmo 

supervisado, en la cual cada columna de la matriz representa el número de predicciones 

de cada clase mientras que cada fila representa la instancia de la clase real, donde se 

puede observar los tipos de aciertos y errores ocurridos en el modelo al momento de 

pasar por el proceso de aprendizaje con los datos, allí se encuentran verdaderos positivos, 

verdaderos negativos, falsos negativos y falsos positivos. 

 

Se ejecutan los modelos (Regresión logística, Random forest, Knn) con todos los 

atributos mencionados, y con los hiperparametros estándar de cada modelo, realizando un 
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comparativo sobre F1-score observando que modelo presentaba un mejor resultado frente 

a los datos analizados. 

 

Tabla 10 

 

Resultados de Modelos F1-score 

 
F1-Score Regresión Logística Random Forest K-Nearest-Neighbor 

 

G1 0.0 0.10 0.27 

G2 0.0 0.23 0.30 

G3 0.0 0.23 0.30 

G4 0.08 0.28 0.51 

Table 10 Resultados de Modelos F1-score 

Fuente Propia 

Al observar que los resultados no eran favorables para una predicción, se decide 

generar otro entrenamiento, pero en esta ocasión añadiendo un validador cruzado el cual 

verificará que hiperparametros son compatibles o funcionan mejor para el dataset que se 

está utilizando. 

 

5.3.6 GridSearchCV    

 

GridSearchCV es una clase disponible Scikit-learn Qué permite evaluar y 

seleccionar de forma sistemática los parámetros de un modelo indicando un modelo y los 

parámetros a probar, en esta clase se puede evaluar el rendimiento del primero en función 

de los segundos mediante la validación Cruzada. 

 

La validación Cruzada es una técnica con la que se puede identificar la existencia 

de diferentes problemas durante el entrenamiento de los modelos, como sobre ajustes o 

parámetros no indicados permitiendo así obtener modelos más estables. En la validación 

cruzada el conjunto de datos de entrenamiento se divide en grupos de igual tamaño una 

vez realizada la partición se procede a entrenar el modelo, una vez por cada uno de los 

grupos, utilizando todos los grupos menos el de la iteración para entrenar y este para 

validar los resultados lo que hace posible identificar si los modelos son inestables o 

estables es decir el resultado depende de los datos utilizados o no. 

 

Se creó una función para cada modelo de Machine learning dónde se ajustó el 

dataset correspondiente por grupo para el estudio de los datos, esto quiere decir que se 

generó un grupo nuevo de entrenamiento, se dividió el dataset de entrenamiento en dos 
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partes para cada grupo (train - validación), este nuevo dataset será el entrenamiento y la 

validación para el proceso que genera el GridSearchCV, la validación será la prueba 

luego de entrenar el modelo, obteniendo un Split con las variables tanto de entrenamiento 

como de validación realizando una división con stratify para que el grupo de pacientes 

fuera balanceado. 

 

Luego de definir el modelo a utilizar como es la regresión logística, Random 

Forest, KNN, se asigna el modelo y se definen la evaluación que se realizará con el 

validador cruzado, la cantidad de iteraciones y el número de splits, así como también un 

diccionario el cual contendrá todos los híper parámetros necesarios a analizar y se 

obtendrá la mejor opción para el modelo gracias al GridSearchCV. 

 

5.3.7 Resultados de los modelos con validación  

Se ejecutaron los tres modelos mencionados (Regresión logística, Random Forest, 

K-Nearest Neighbor) los cuales fueron ajustados con los hiperparámetros entregados por 

GridSearchCV, entregando la mejor configuración para el análisis de los datos, el 

entrenamiento se realizó en los cuatro grupos que se crearon:  

 

Grupo 1 (G1), 0 a 25 horas  

Grupo 2 (G2), 26 a 50 horas 

Grupo 3 (G3), 51 a 75 horas 

Grupo 4 (G4) 76 a 100 horas. 

 

Tabla 11  

 

Grupo 1 con Hiperparametros Ajustados  

 
Medida Regresión Logística Random Forest K-Nearest-Neighbor 

 

Score 0.85 0.86 0.86 

F1 Score 0.0 0.10 0.27 

AUC 0.47 0.84 0.75 

Table 11 Grupo 1 con Hiperparametros Ajustados 

Fuente Propia 
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Tabla 12  

 

Grupo 2 con Hiperparametros Ajustados  

 
Medida Regresión Logística Random Forest K-Nearest-Neighbor 

 

Score 0.88 0.90 0.89 

F1 Score 0.0 0.23 0.30 

AUC 0.53 0.85 0.76 

Table 12 Grupo 2 con Hiperparametros Ajustados 

Fuente Propia 

Tabla 13  

 

Grupo 3 con Hiperparametros Ajustados 

 
Medida Regresión Logística Random Forest K-Nearest-Neighbor 

 

Score 0.87 0.88 0.87 

F1 Score 0.0 0.20 0.30 

AUC 0.50 0.87 0.75 

Table 13 Grupo 3 con Hiperparametros Ajustados 

Fuente Propia 

Tabla 14  

 

Grupo 4 con Hiperparametros Ajustados 

 
Medida Regresión Logística Random Forest K-Nearest-Neighbor 

 

Score 0.78 0.81 0.84 

F1 Score 0.08 0.29 0.50 

AUC 0.62 0.84 0.82 

Table 14 Grupo 4 con Hiperparametros Ajustados 

Fuente Propia 

Los resultados fueron efectuados para los cuatro grupos correspondientes. Se 

procedió a guardar los modelos y realizar una predicción sobre el dataset de validación 
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para ver su eficacia. Gracias a los resultados obtenidos, se dio a conocer que la regresión 

logística no brindó resultados muy favorables en cambio Random Forest y Knn, 

redujeron su tasa de error y mejoraron el valor de predicción, comprendiendo qué tipo de 

clasificadores se debía utilizar para el análisis de los datos. Por lo cual surgió una 

pregunta de investigación: 

 

¿Qué clasificador de machine learning deberíamos usar para el entrenamiento de 

los datos? 

 

Al entrenar nuevamente los clasificadores con diferentes hiperparametros, se 

guardan los modelos y se realizan las pruebas con el dataset de validación, donde 

Random Forest presentó mejores resultados tanto en tiempo y reduciendo su margen de 

error en los cuatro grupos correspondientes, por lo cual se decidió investigar sobre otros 

clasificadores que utilizan la metodología de bosques aleatorios, con mejores tiempo y 

mayor tasa de aprendizaje. 

 

5.4 Nuevos modelos 

5.4.1 Light GBM 

El LigthGBM   admite un entrenamiento eficiente y tiene grandes ventajas como 

son mayor velocidad de entrenamiento, menor consumo de memoria, mejor precisión y 

soporte distribuido para el procesamiento rápido de los datos masivos, es un modelo 

duradero en el aprendizaje automático, la idea principal es utilizar un clasificador débil o 

un árbol de decisión y entrenarlo iterativamente para obtener el modelo óptimo. 

 

Es una estructura rápida apropiada qué depende del cálculo del árbol de elección 

y que se utiliza para el posicionamiento, la caracterización y las otras numerosas 

asignaciones,  dependiendo de los cálculos del árbol se dividen las hojas del árbol con el 

mejor ajuste mientras que otros cálculos de impulso dividen la profundidad del árbol de 

manera astuta o nivelada en oposición a las hojas cuándo se desarrolla una hoja similar el 

cálculo por hojas puede disminuir más que el cálculo por niveles y por lo tanto produce 

una precisión mucho mayor que puede ser lograda de vez en cuando por cualquiera de los 

cálculos de impulso que se manejan. 

 

max_depth: Este parámetro previene que los árboles crezcan muy profundo. Los 

árboles poco profundos tienen menos probabilidad de overfitting.  

 

num_leaves: Controla la complejidad del modelo.  

 

min_data_in_leaf: Configurar este parámetro con un valor grande puede ayudar 

a prevenir que los árboles crezcan demasiado profundo 
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max_bin: Configura max_bin para especificar el número de bins en los que los 

valores pueden ser agrupados.  

 

feature_fraction: Este parámetro habilita el submuestreo de atributos. 

 

bagging_fraction: especifica las fracciones de los datos que se seleccionan 

aleatoriamente en cada iteración.  

 

num_iteration: Fija el número de iteraciones de boosting. El valor 

predeterminado es 100. 

 

 

5.4.2 XGBoost. 

Este algoritmo se caracteriza por obtener buenos resultados de predicción con 

poco esfuerzo, es una herramienta útil para Data Scientist que cuenta con 

implementaciones para diferentes lenguajes y entornos de programación. Boosting es un 

enfoque de machine learning basado en crear reglas de predicción precisas combinando 

reglas débiles e imprecisas. Boosting genera múltiples modelos de predicción que toman 

los resultados del modelo anterior, para generar un modelo más fuerte, con mejor poder 

predictivo y mayor estabilidad en los resultados. 

 

XGBoost es una implementación de árboles de decisión con grandient boosting, 

diseñado para minimizar la velocidad de ejecución y maximizar el rendimiento. Durante 

el entrenamiento, los parámetros de cada modelo débil son ajustados iterativamente 

tratando de encontrar el mínimo de una función objetivo, que puede ser la proporción de 

error en la clasificación, el área bajo la curva (AUC), la raíz del error cuadrático medio 

(RMSE) o alguna otra. Este proceso se repite hasta llegar a un punto en el que la 

diferencia entre modelos consecutivos es insignificante, lo cual nos indica que se ha 

encontrado el mejor modelo posible, o cuando se llega al número de iteraciones máximas 

definido por el usuario. 

 

 

5.4.3 Gradient Boosting 

Gradient Boosting está formado por un conjunto de árboles de decisión 

individuales, entrenados de forma secuencial, de forma que cada nuevo árbol trata de 

mejorar los errores de los árboles anteriores. La predicción de una nueva observación se 

obtiene agregando las predicciones de todos los árboles individuales que forman el 

modelo. 
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Muchos métodos predictivos generan modelos globales en los que una única 

ecuación se aplica a todo el espacio muestral. Cuando el caso de uso implica múltiples 

predictores, que interactúan entre ellos de forma compleja y no lineal, es muy difícil 

encontrar un único modelo global que sea capaz de reflejar la relación entre las variables. 

Los métodos estadísticos y de machine learning basados en árboles engloban a un 

conjunto de técnicas supervisadas no paramétricas que consiguen segmentar el espacio de 

los predictores en regiones simples, dentro de las cuales es más sencillo manejar las 

interacciones. Es esta característica les proporciona gran parte de su potencial. 

 

5.4.4 Resultados de los nuevos modelos con validación 

Al implementar los nuevos clasificadores (LigthGBM, XGBoost, Gradient 

Boosting) se procedió a ejecutar las funciones creadas de entrenamiento para cada uno de 

los cuatro grupos correspondientes, y generar el entrenamiento con los 44 atributos 

mencionados en la tabla 8. Se realizó la selección de los hiperparametros 

correspondientes con el validador cruzado GridSearch y se ejecutó el entrenamiento con 

el dataset de prueba de cada grupo, los mejores hiperparametros de cada clasificador se 

reflejaron en el resultado del dataset de validación, entregando los resultados de los 

nuevos modelos en los cuatro grupos correspondientes, estos son los resultados para cada 

grupo: 

 

Tabla 15  

 

Grupo 1 Nuevos Modelos 

 
Medida Gradient Boosting XGBoost LigthGBM 

Score 0.99 0.95 0.94 

F1 Score 0.58 0.80 0.85 

AUC 0.95 0.84 0.88 

Table 15 Grupo 1 Nuevos Modelos 

Fuente Propia 

Tabla 16  

 

Grupo 2 Nuevos Modelos 

 
Medida Gradient Boosting XGBoost LigthGBM 

Score 0.99 0.90 0.91 

F1 Score 0.58 0.75 0.80 

AUC 0.96 0.81 0.85 

Table 16 Grupo 2 Nuevos Modelos 
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Fuente Propia 

Tabla 17  

 

Grupo 3 Nuevos Modelos 

 
Medida Gradient Boosting XGBoost LigthGBM 

Score 0.99 0.84 0.84 

F1 Score 0.55 0.76 0.81 

AUC 0.94 0.84 0.87 

Table 17 Grupo 3 Nuevos Modelos 

Fuente Propia 

Tabla 18  

 

Grupo 4 Nuevos Modelos 

 
Medida Gradient Boosting XGBoost LigthGBM 

Score 0.87 0.88 0.93 

F1 Score 0.62 0.73 0.80 

AUC 0.94 0.80 0.84 

Table 18 Grupo 4 Nuevos Modelos 

Fuente Propia 

 

Se obtiene un gran resultado por parte de los tres modelos nuevos (LigthGBM, 

XGBoost, Gradient Boosting), que generan mejores resultados que Random Forest y 

Knn, los cuales entregaron mejores resultados en las anteriores pruebas, también se logra 

observar una gran diferencia en tiempos de proceso donde el análisis de los tres 

clasificadores fue menor, utilizaron un tiempo entre 10 a 30 minutos por entrenamiento, 

mientras que Random Forest y  KNN utilizaron un tiempo de proceso de 60 a 130 

minutos por entrenamiento, se decide tomar el mejor modelo de clasificación, el cual 

entregó mejor resultados en el puntaje de F1-score y AUC, tomando a LigthGBM para 

continuar con el proceso de investigación y pruebas. 
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5.5 Procesamiento de datos 

Al crear las diferentes funciones las cuales permiten, obtener la división de los 

datos en entrenamiento y prueba, encontrar el clasificador que se ajusta más al 

entrenamiento que se está realizando para el estudio de los datos, tanto en tiempo real 

como en el desempeño de su modelo matemático, y crear la función la cual nos permite 

seleccionar de forma correcta los diferentes hiperparametros del clasificador seleccionado 

para el entrenamiento del modelo, se procede a realizar la investigación correspondiente 

para la reducción de los atributos de estudio para la predicción de sepsis, y la imputación 

de datos para la reducción de datos perdidos. 

 

5.5.1 Selección de los atributos clínicos 

 

Al verificar el comportamiento de diferentes variables clínicas y realizar 

investigaciones en diferentes articulos, metodos de analisis de sepsis, y diferentes 

artículos de entrenamiento de datos clínicos, se optó por reducir la cantidad de atributos 

que estaban siendo entrenados por el clasificador seleccionado en nuestro estudio 

LigthGBM, por lo cual se inició un proceso de verificación de datos perdidos en el 

dataset de los siguientes atributos los cuales serán utilizados para el entrenamiento 

correspondiente. 

 

Tabla 19  

 

Atributos Seleccionados para el Nuevo Entrenamiento. 

 

 

Ítem Atributo 

1 HR 

2 02SAT 

3 TEMP 

4 SBP 

5 MAP 

6 DBP 

7 RESP 

8 HCO3 

9 PH 
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10 PACO2 

11 AST 

12 BUN 

13 ALKALINEPHOS 

14 CHLORIDE 

15 CREATININE 

16 LACTATE 

17 MAGNESIUM 

18 POTASSIUM 

19 Bilirubin total 

20 PTT 

21 WBC 

22 FIBRINOGEN 

23 PLATELETS 

24 AGE 

25 GENDER 

26 ICULOS 

27 DIA 

28 DATE 

Table 19 Atributos Seleccionados para el Nuevo Entrenamiento. 

Fuente Propia 

En la selección de los 28 atributos podemos encontrar 8 datos vitales, 15 

resultados de laboratorio, 3 datos de laboratorio, y 2 variables de ingeniería las cuales 

fueron creadas en CDA. 

 

 

 



 

66 

 

5.5.2 Datos perdidos en el grupo 1 y grupo 4 

 

Se procedió a verificar cuantos datos perdidos se podían encontrar en los 

diferentes atributos de entrenamiento, por lo cual se tomó la decisión de realizar un 

análisis en dos de los cuatro grupos que se estaban analizando cómo era el grupo 1 y 

grupo 4, y así poder verificar cuantos datos perdidos se podían encontrar tanto en los 

signos vitales de los pacientes, como en los resultados de laboratorio. 

 

 

Tabla 20  

 

Data Missing G1 Train 

 

 

 

Train set of Group1 | Patients = 197 

Atributos No-null Null Records/patients 

Vital signs 

Records 4322 0 21,94 

HR 4110 212 20,86 

O2Sat 4029 293 20,45 

Temp 4029 293 20,45 

SBP 3768 554 19,13 

MAP 4053 269 20,57 

DBP 3227 1095 16,38 

Resp 4026 296 20,44 

Clinical Labs 

HCO3 329 3993 1,670 

pH 551 3771 2,797 

PaCO2 424 3898 2,152 

AST 65 4257 0,330 

BUN 326 3996 1,655 

Alkalinephos 63 4259 0,320 

Chloride 342 3980 1,736 

Creatinine 258 4064 1,310 

Lactate 136 4186 0,690 

Magnesium 348 3974 1,766 

Potassium 460 3862 2,335 
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Bilirubin_total 47 4275 0,239 

PTT 190 4132 0,964 

WBC 281 4041 1,426 

Fibrinogen 24 4298 0,122 

Platelets 231 4091 1,173 

Demographic 
Age 4322 0  

Gender 4322 0  

Hospital Details 
Iculos 4322 0  

Dia 4322 0  

Label SepsisLabel 4322 0  

 Total 57249 68089  

Table 20 Data Missing G1 Train 

Fuente Propia 

 

Tabla 21  

 

Data Missing G4 Train 

 

      

Train set of Group4 | Patients = 69 

Atributos Registros No-null Null Records/patients 

Vital signs 

Records 1366 1366 0 19,80 

HR 1366 1284 82 18,61 

O2Sat 1366 1251 115 18,13 

Temp 1366 1251 115 18,13 

SBP 1366 1159 207 16,80 

MAP 1366 1256 110 18,20 

DBP 1366 854 512 12,38 

Resp 1366 1266 100 18,35 

Clinical Labs 

HCO3 1366 92 1274 1,33 

pH 1366 133 1233 1,93 

PaCO2 1366 105 1261 1,52 

AST 1366 28 1338 0,41 

BUN 1366 92 1274 1,33 
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Alkalinephos 1366 28 1338 0,41 

Chloride 1366 95 1271 1,38 

Creatinine 1366 76 1290 1,10 

Lactate 1366 30 1336 0,43 

Magnesium 1366 95 1271 1,38 

Potassium 1366 124 1242 1,80 

Bilirubin_total 1366 22 1344 0,32 

PTT 1366 54 1312 0,78 

WBC 1366 88 1278 1,28 

Fibrinogen 1366 10 1356 0,14 

Platelets 1366 73 1293 1,06 

Demographic 
Age 1366 1366 0  

Gender 1366 1366 0  

Hospital 

Details 

Iculos 1366 1366 0  

Dia 1366 1366 0  

Label SepsisLabel 1366 1366 0  

 Total 39614 17662 21952  

Table 21 Data Missing G4 Train 

Fuente Propia 

Se observa que además de tener un dataset desbalanceado se tiene más datos 

perdidos que los datos entregados por el dataset, pero cabe recalcar que dichos datos 

perdidos en su mayoría son resultados clínicos los cuales son tomados  cada  12 o 24 

horas, generando que dichos datos se encuentren con una distancia de tiempo muy 

amplio, por lo cual los registros clínicos serán un factor importante a la hora de realizar 

un análisis para el clasificador de Machine learning, Ya que estos valores perdidos 

generan  qué el entrenamiento se estropea y entregue respuestas erróneas o un gran 

margen de error. También se logra observar qué en algunos atributos de laboratorio el 

rango de tiempo puede variar dependiendo el estado del paciente dichos atributos pueden 

aparecer en un rango de 3, 5, o 6 horas,  por lo tanto se identifican los valores vitales y de 

laboratorio qué están teniendo estos valores perdidos, y se procede a realizar una 

imputación de datos para así obtener un entrenamiento preciso con las 28 variables 

seleccionadas para el entrenamiento del clasificador. 
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5.5.3 Imputación de datos 

 

Para la imputación de los datos se observó  los diferentes atributos que tenían 

valores perdidos, para iniciar este proceso de imputación de datos se hizo la división de 

los atributos de signos vitales y registros de laboratorios, para los atributos de 

clasificación, como son los registros del paciente, y los datos demográficos no se 

encontraron valores perdidos, ya que está imputación solo se le realizaría a los signos 

vitales y datos de laboratorio será dividida en dos funciones diferentes ya que los 

atributos de los signos vitales cuentan con pocos valores perdidos, y que dichos registros 

son tomados cada hora, pero las variables de laboratorio cuentan con un rango más 

amplio qué puede llegar hasta las 24 horas. 

 

 

5.5.4 Imputación signos vitales 

 

Para la imputación de los atributos de signos vitales se utilizó algunas variables de 

ingeniería, qué fueron creadas en el CDA, cómo son la unidad de medida de tiempo del 

paciente en hospitalización, y los días transcurridos en dicho hospitalización,  para así 

lograr  realizar una  interpolación de los datos de cada paciente, en el transcurso de 24 

horas, por lo tanto se decidió generar está interpolación de datos por cada día transcurrido 

de hospitalización, dónde los signos vitales se encontraban con valores perdidos de un 

máximo de 2 horas, por lo cual se crea una función en python que analiza las 24 horas de 

hospitalización del paciente correspondiente y por cada valor perdido en un Rango de 2 

horas generará la sumatoria y la media de los valores más cercanos el valor de la hora 

Superior y del ahora inferior, registrando la media de los datos analizados y sustituyendo 

el valor perdido. 

 

Signos vitales, cada dos | 2 horas | Interpolación de datos por paciente cada 24 

horas (1 día), calculado la media. Imputación (KNN) 

 

 

5.5.5 Imputación resultados de laboratorio 

 

Para la imputación de los atributos de los resultados de laboratorio, también se 

utilizaron las variables de medida de tiempo del transcurso del paciente en 

hospitalización y de los días de hospitalización, para  así interpolar los valores perdidos 

en el transcurso de 24 horas, para los resultados de laboratorio se tuvo tres condiciones 

diferentes, como algunos laboratorios tenían una diferencia de horas de 12 y 24 horas, la 

primera condición  verificado la cantidad de  registros qué fueron tomados en la atributo 



 

70 

 

de laboratorio en el transcurso del día para el paciente analizado, si el  resultado de 

laboratorio solo género un registro en las 24 horas, este valor se repetiría para el día en 

cuestión,  la siguiente condición si el resultado de laboratorio es registrado en más de una 

ocasión se realizará la sumatoria y la media para reemplazar los valores perdidos del día 

en cuestión con la media obtenida, y como última condición si el resultado de laboratorio 

no se encuentra registrado en las 24 horas correspondientes los valores perdidos serán 

sustituidos por 0 

 

Resultados de laboratorio, cada |12 horas| o |24 horas| Interpolación de datos por 

paciente cada 24 horas (1 día), calculado la media. Imputación (KNN) 

Si no hay registro en las 24 horas el atributo del paciente, en el día 

correspondiente queda en cero 

 

 Al verificar los atributos tanto de signos vitales como de laboratorio y que 

necesitaban la imputación de datos, se toma la decisión de realizar esta imputación al 

Data set completo y no solo a los grupos de estudio para así lograr interpolar de forma 

correcta los registros de los días de hospitalización del paciente, al interpolar y ejecutar la 

imputación de datos en el Data set completo se procede a realizar el entrenamiento y la 

división de los datos para una prueba más amplia. 

 

 

5.6 Prueba final  

 

Al obtener el clasificador  seleccionado, contar con la función la cual configura 

los hiperparametros necesarios para el clasificador LigthGBM y tener el Dataset 

imputado sin valores perdidos, se procede a realizar un nuevo entrenamiento, pero esta 

vez se aplicará la experiencia y las enseñanzas obtenidos con los clasificadores pasados 

ya que con los grupos más amplios en datos y registros se obtuvieron mejores resultados, 

por lo cual se realizará una selección más amplia de pacientes con una mayor cantidad de 

registros positivos y negativos. 

 

Por lo tanto, se tomó un total de 1714 pacientes de todo el Dataset los cuales 

contaban con registros positivos para sepsis y registros negativos, obteniendo un total de 

104962 registros para dicho análisis con un total de 17136 registros positivos para sepsis, 

y 87826 registros negativos. 

 

Al seleccionar el nuevo Dataset que se va a utilizar, se procede a generar la nueva 

división de datos de entrenamiento y test para realizar el respectivo entrenamiento y las 

diferentes pruebas con los Dataset creados y el clasificador seleccionado. 
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Tabla 22  

 

Información del Dataset Final 
 

Pacientes Registros 

1714 104962 

 

Registros 

Train Test 

83971 20993 

Table 22 Información del Dataset Final 

Fuente Propia 

5.6.1 Resultados finales 

 

Al obtener todos los objetos necesarios para realizar el entrenamiento se inicia el 

proceso de entrenar el modelo con el clasificador seleccionado con los hiperparametros 

correspondientes y el nuevo Dataset qué se escogió para el entrenamiento, al culminar el 

entrenamiento la prueba de validación entregó excelentes resultados, por lo cual se 

procedió a ejecutar el modelo con el Dataset de test y verificar la funcionalidad del 

modelo con un Dataset de prueba. 
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Tabla 23 

 

Precisión del Modelo. 

 

 

 

Table 23 Precisión del Modelo. 

Fuente Propia 

En esta tabla podemos observar la precisión del f1 Score del modelo creado con el 

clasificador Light GBM con todos sus hiperparametros configurados y un dataset 

imputado, generando una respuesta del 0.87 en la precisión y 0.91 del área bajo la curva 

 

Figura 31 

 

Matriz de Confusión Clasificador LigthGBM Prueba Final 

 

 

Figure 31 Matriz de Confusión Clasificador LigthGBM Prueba Final 

Fuente Propia 
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Se logra observar en la matriz de confusión un excelente resultado con un 

pequeño margen de error, dónde el modelo lograr realizar 17334 predicciones correctas 

para pacientes negativos de sepsis, 232 predicciones erróneas las cuales predijo como 

positivas y eran negativas, para los registros positivos logró predecir 2865 registros de 

forma correcta, y 562 registros qué predijo como negativos que en realidad eran 

positivos. 

 

Figura 32 

 

AUC ROC Clasificador LigthGBM Prueba Final 

 

 

Figure 32 AUC ROC Clasificador LigthGBM Prueba Final 

Fuente Propia 

 

Para el área bajo la curva logró dar un excelente resultado obteniendo una muy 

buena respuesta como lo podemos ver en la parte gráfica. 

 

Al ejecutar el entrenamiento y crear el modelo se realizaron las pruebas 

correspondientes en el Dataset test, entregando excelentes resultados para el modelo 

creado, una buena precisión a la hora de hacer las predicciones de sepsis en los registros 

de pacientes dónde logró tener una precisión en el f1 score de 0.87, y en el área bajo la 

curva logró obtener un puntaje de 0.91 obteniendo grandes resultados en la prueba del 

modelo frente a unos datos diferentes al entrenamiento. 

 



 

74 

 

Luego de obtener buenos resultados en el modelo creado se procede a pasar al 

tercer y último punto, el cual es entregar los datos correspondientes cómo son: signos 

vitales, resultados de laboratorio, datos demográficos, variables de ingeniería y de 

predicción a la dashboard para que el personal de la salud pueda verificar dicha 

información. 
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6 VISUALIZACIÓN DE LOS DATOS CLÍNICOS 

Al cumplir las anteriores etapas y lograr obtener un modelo de machine learning 

el cual logra realizar predicciones de sepsis en los pacientes hospitalizados, se iniciará el 

proceso de creación de la plataforma donde se entregarán los registros clínicos con las 

predicciones obtenidas. 

 

6.1  Dashboard desarrollado para visualización de datos clínicos analizados 

En la siguiente figura se muestra la arquitectura del sistema, donde podremos 

observar como inicia el proceso de estructuración y análisis de datos, como primer paso 

se obtienen los datos de las distintas entidades hospitalarias, los cuales serán llevados a 

Mongodb, donde serán estructurados bajo el estándar HL7 FHIR, y se crearán diferentes 

agregaciones para su posterior análisis, dichos datos estructurados serán exportados de 

Mongodb, obteniendo un dataset llamado CDA (Clinical Document Architecture), el cual 

será manipulado con el lenguaje de programación Python, y allí podrá ser transformado, 

y analizado gracias a las librerías como son: Pandas, Numpy, Sckilearn, entre otros. Al 

realizar el análisis y el entrenamiento con los clasificadores correspondiente, se obtendrá 

un modelo el cual se ejecutará en los datos clínicos y entregará unas predicciones de 

sepsis en los pacientes hospitalizados, generando un dataset con los registros clínicos de 

los pacientes y las predicciones realizadas, entregándolo a la plataforma o dashboard, la 

cual se encuentra construida con heroku, plotly Dahs, y permitir que el personal de la 

salud pueda observar dichos datos 

 

Figura 33 

 

Arquitectura del Sistema 

 

 

Figure 33 Arquitectura del Sistema 
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Fuente Propia 

6.2 Etapa de Diseño: Plotly Dash 

 

Dash es el marco original de código bajo para crear rápidamente aplicaciones de 

datos en Python, R, Julia y F#. Escrito sobre Plotly.js y React.js, Dash es ideal para crear 

e implementar aplicaciones de datos con interfaces de usuario personalizadas. Es 

particularmente adecuado para cualquiera que trabaje con datos. A través de un par de 

patrones simples, Dash abstrae todas las tecnologías y protocolos que se requieren para 

crear una aplicación web completa con visualización de datos interactiva. Dash es lo 

suficientemente simple como para vincular una interfaz de usuario a su código 

(Introduction | Dash for Python Documentation | Plotly, n.d.). 

 

Las aplicaciones de Dash se representan en el navegador web. Puede implementar 

sus aplicaciones en VM o clústeres de Kubernetes y luego compartirlas a través de 

direcciones URL. Dado que las aplicaciones de Dash se ven en el navegador web, Dash 

es inherentemente multiplataforma y está listo para dispositivos móviles.Dash es una 

biblioteca de código abierto publicada bajo la licencia permisiva del MIT. Plotly 

desarrolla Dash y también ofrece una plataforma para escribir e implementar aplicaciones 

de Dash en un entorno empresarial . (Introduction | Dash for Python Documentation | 

Plotly, n.d.) 

 

6.2.1 Bloques de construcción de Dash 

 

La aplicación de Dash se componen de 2 bloques de construcción para el diseño 

de la dashboard: 

 

Diseño 

Devoluciones de llamada 

 

El diseño describe la apariencia de la aplicación como se quiera construir, define 

los elementos como gráficos, menús desplegables, entre otros, la ubicación, el tamaño, el 

color, de estos elementos seleccionados. Dash contiene componentes HTML de Dash con 

los que podemos crear y diseñar contenido HTML como encabezados, párrafos, 

imágenes, usando python. Los elementos como los gráficos, menús desplegables y 

controles deslizantes se crean utilizando los componentes de Dash Core (Tomar, 2021). 

 

Las devoluciones de llamada se utilizan para brindar interactividad a las 

aplicaciones del tablero. Estas son las funciones con las que, por ejemplo, podemos 

definir la actividad que ocurriría al hacer clic en un botón o en un menú desplegable 

(Tomar, 2021). 
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6.2.2 Diseño del tablero 

 

Las aplicaciones de Dash se componen de dos partes. La primera parte es el " 

layout" de la aplicación y describe cómo se ve la aplicación. La segunda parte describe la 

interactividad de la aplicación el módulo componentes HTML de Dash ( dash.html) 

proporciona clases para todas las etiquetas HTML, y los argumentos de palabras clave 

describen los atributos HTML cómo style, classNamey id. El módulo Dash Core 

Components ( dash.dcc) genera componentes de nivel superior como controles y gráficos. 

Donde las aplicaciones de Dash usan funciones de devolución de llamada: funciones que 

Dash llama automáticamente cada vez que cambia la propiedad de un componente de 

entrada, para actualizar alguna propiedad en otro componente (la salida). 

 

En la primera parte se diseña la visualización de los signos vitales, resultados de 

laboratorio, y las predicciones en el dashboard, entregando la visualización de la 

información del paciente, de una forma que el personal de salud pueda trabajar con 

dichos datos de una forma adecuada, para lograr una ayuda en la toma de decisiones. 

 

6.2.3 Implementación 

 

En la segunda parte se trabajará con el llamado de los datos clínicos de los 

pacientes, con los atributos de salida, donde se genera una lista y al ser seleccionados 

traerá toda la información del paciente, desde signos vitales, resultados de laboratorio, 

datos demográficos, y la predicción realizada. 

 

El panel principal cuenta con una cabecera la cual nos indicará que se encuentran 

en el Dashboard. 

 

Figura 34 

 

Header 

 

 

Figure 34 Header 
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Fuente Propia 

En la cabecera principal se podrá encontrar, el nombre de la Dashboard (AI Sepsis 

Monitor), donde entregará una breve descripción de la información que encontraremos y 

la lista de pacientes que podemos encontrar allí, también encontramos una selección de 

tabs donde se podrá pasar de datos vitales, a resultados de laboratorio, datos 

demográficos y las predicciones entregadas.  

 

Figura 35 

 

Datos Vitales 

 

 

Figure 35 Datos Vitales 

Fuente Propia 

En la sección de datos vitales se encontrará los datos vitales correspondientes al 

paciente seleccionado, en el transcurso de tiempo de hospitalización, desde su hora de 

ingreso hasta la hora de alta o si aún se encuentra hospitalizado. 
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Figura 36 

 

Resultados de Laboratorio 

 

 

Figure 36 Resultados de Laboratorio 

Fuente Propia 

En la sección de resultados de laboratorio se encontrará los datos de laboratorio 

correspondientes al paciente seleccionado, en el transcurso de tiempo de hospitalización, 

desde su hora de ingreso hasta la hora de alta o si aún se encuentra hospitalizado. 

 

Figura 37 

 

Datos Demográficos 

 

 

Figure 37 Datos Demográficos 

Fuente Propia 

En los datos demográficos se encontrará la información personal y privada del 

paciente, desde su tiempo de ingreso y demás atributos correspondientes a la información 

personal. 
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Figura 38 

 

Predicciones 

 

 

Figure 38 Predicciones 

Fuente Propia 

En las predicciones se podrán encontrar las predicciones realizadas para sepsis en 

los pacientes a través del tiempo entregando picos en el valor de uno (1), si el paciente 

puede desarrollar sepsis, también se encontrarán algunas variables de ingeniería creadas 

en CDA. 

 

6.2.4 Heroku 

 

Heroku es una plataforma de servicios en la nube (conocidos como PaaS o 

Platform as a Service) que permite manejar los servidores y sus configuraciones, 

escalamiento y la administración (Rusev, n.d.). 

 

Características de Heroku 

 

 Soporta diferentes lenguajes de programación: Node, Ruby, Java, Clojure, 

Scala, Go, Python, PHP 

 Tiene una versión gratuita fácil de usar 

 Ejecuta las aplicaciones a través de sus contenedores, también conocidos 

como Dynos 

 Tiene Dynos que pueden ser de tres tipos: web, worker o cron 

 Ofrece más de 200 complementos con los que ampliar las aplicaciones al 

instante 
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 Ofrece varias características de seguridad, incluyendo SSL, autenticación 

y cumplimiento de PCI 

 

Se toma heroku para subir la dashboard como sitio web, donde se podrá 

administrar y modificar para realizar cambios y complementos. 

 

 

6.3 Funcionamiento de la Dashboard 

Al crear las diferentes funcionalidades del Dashboard (Resultados Vitales, 

Resultados de Laboratorio, Datos Demográficos, Sepsis), los cuales reciben los atributos 

correspondientes del dataset utilizado para evaluar el modelo, se genera la visualización 

de los datos de la siguiente manera; La plataforma cuenta con cuatro tabs o pestañas que 

representan las cuatro funcionalidades creadas para que el profesional de la salud pueda 

observar los resultados, seleccionando al paciente que desee verificar para observar su 

evolución a través del tiempo de hospitalización. Al acceder a la plataforma iniciará en la 

pestaña de Sepsis. 

 

6.3.1 Sepsis 

Esta pestaña entrega el resultado del atributo SepsisLabel, y las predicciones de 

detección de sepsis en el paciente seleccionado, en el tiempo transcurrido de 

hospitalización. 

 

Figura 39 

 

Panel Sepsis 

 

 

Figure 39Panel Sepsis 
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Fuente Propia 

Este panel entrega la comparación del atributo SepsisLabel, con las predicciones 

realizadas al paciente en el tiempo de hospitalización, entregando al personal de la salud 

una alerta para la posible aparición de sepsis en el paciente. 

 

El profesional de la salud puede acceder a la pestaña que desee de las cuatro 

opciones habilitadas para su libre navegación, logrando observar los resultados 

necesarios como datos vitales 

 

6.3.2 Resultados Vitales 

En la pestaña de resultados vitales podrá observar, la evolución del paciente a 

través del tiempo de los diferentes atributos vitales como son (Frecuencia cardiaca, 

Saturación de oxígeno, SBP, DBP, Respiración), ademas que picos ha tenido el paciente 

en sus resultados. 

 

Figura 40 

 

Resultados vitales 
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Figure 40 Resultados vitales 

Fuente Propia 

 

6.3.3 Resultados de laboratorio 

En la pestaña de resultados de laboratorio se logra observar, la evolución del 

paciente a través del tiempo de los diferentes atributos de laboratorio como son (Ph, 

PaCo2, AST, Alkalinephos, Creatinine, Chloride, Magnesium, Potassium, PTT, WBC, 

Platelets), ademas observar que picos ha tenido el paciente en sus resultados. 

 

 

Figura 41 

 

Resultados de laboratorio 
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Figure 41Resultados de laboratorio 

Fuente Propia 

 

6.3.4 Datos demográficos 

En la pestaña de datos demográficos, se podrá observar la información personal 

del paciente, que logre identificar los aspectos, de localidad, hospitalización y demás. 
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7 Conclusiones 

Al  estructurar, manipular, analizar, y visualizar la información de diferentes 

entidades hospitalarias con MongoDB y PyMongo, se logra adaptar al estándar HL7 

FHIR que permite una mayor interoperabilidad, ya que dicho estándar cuenta con el 

respaldo de más de 1.600 miembros de más de 50 países, incluidos más de 500 miembros 

corporativos que representan a proveedores de atención médica, gobiernos (Vergara), 

permitiendo una mayor facilidad en la búsqueda de diferentes atributos de la información 

hospitalaria en una gran cantidad de datos, logrando integrar de manera adecuada 

múltiples datos de diferentes entidades de salud que cuentan con distintos atributos. 

 

Se crean diferentes atributos de ingeniería como son: Variables de medida 

(Puntajes, Sepsis_SIRS, Sepsis_SOFA), variables de tiempo (Date, Horas, Dia), 

evaluando diferentes registros de signos vitales y resultados de laboratorio de los 

pacientes hospitalizados, utilizando agregaciones con MongoDB y PyMongo, para 

comparar bajo los parámetros de las metodologías de SIRS y SOFA, entregando los 

nuevos atributos a cada registro tratado, para su respectivo análisis, obteniendo un grupo 

de pacientes que cuentan con resultados fuera del rango considerado normal dentro de las 

metodologías clínicas. 

 

Se logra evidenciar que el lenguaje de programación Python cumple con los 

requisitos y complementos necesarios para la aplicación de estructuración y análisis de 

datos clínicos, permitiendo la manipulación, filtrado, análisis de los registros 

hospitalarios, gracias a sus diferentes librerías como son: Pandas la cual se especializa en 

el manejo y análisis de estructuras de datos permitiendo (definir nuevas estructuras de 

datos basados en arrays, leer y escribir en ficheros en diferentes formatos, ordenar, dividir 

y combinar conjuntos de datos), Numpy es utilizada para computación científica 

(proporciona matrices multidimensionales y herramientas para hacer uso de ellas), 

Matplotlib es una librería especializada en la creación de gráficos en dos dimensiones, 

Scikit-learn es un libreria de ciencias de datos que cuenta con (algoritmos de 

clasificación, regresión, clustering, reducciones dimensionales). 

 

Se logran identificar los atributos de mayor importancia para el análisis y 

predicción de sepsis en los pacientes hospitalizados, según las metodologías SIRS, SOFA 

asi como también producto de revisión bibliográfica, obteniendo una reducción de 58 

atributos iniciales a 28 atributos el cual contiene: 8 atributos vitales, 15 atributos de 

laboratorio, y 5 atributos demográficos, que serán analizados para la predicción, 

generando un filtro que permite el entrenamiento de los clasificadores en un tiempo 

aceptable dependiendo de la cantidad de registros.    

 

Se creó una función llamada dataMissing la cual permite la transformación de los 

datos clínicos que cuentan con registros nulos, generando un pre-procesamiento en los 
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registros clínicos, y así evitar tener un gran margen de error en las medidas estadísticas, 

ya que dichos datos perdidos ocasionan que el entrenamiento de los clasificadores de 

machine learning no sea eficiente, entregando predicciones poco acertadas. La función 

recorre el dataset realizando una imputación de datos, interpolando diferentes atributos 

clínicos, desde registros de signos vitales y resultados de laboratorio. 

 

Después de realizar diferentes entrenamientos con los clasificadores de machine 

learning como son: Regresión logística, Knn, Random Forest, GradientBosting, 

XGBoost, se identificó el clasificador de machine learning que se adapta a los datos 

trabajados para la predicción de sepsis en los pacientes, llamado LigthGBM, entregando 

modelos de machine learning entrenados con los diferentes datos estructurados, bajo un 

método basado en Random Forest y diferentes validadores cruzados como son Grid 

Search, Stratified Shuffle Split, Stratified K Fold, tomando los mejores hiperparametros 

seleccionados por los validadores cruzados utilizados para cada clasificador dependiendo 

la cantidad y el tipo de datos utilizados. 

 

Se creó un Dashboard utilizando Python, Dash plotly, Flaks, implementando los 

datos clínicos, y las predicciones generadas por el modelo de machine learning, para la 

correcta visualización de los datos clínicos y las predicciones al personal de salud. 

 

Se logran identificar diferentes puntos a manejar para la correcta estructuración de 

datos para realizar análisis en dicha información, se recomienda verificar: 

 

 La distribución y el formato de la información en cuestión. 

 El balance de dicha información respecto a la variable objetivo. 

 La identificación de información nula o valores perdidos. 

 Ejecutar los pasos anteriores y generar un procesamiento de la 

información antes de iniciar un análisis o entrenamiento. 

 Proporcionar el dataset de una manera equilibrada para obtener datos 

equitativos tanto en el dataset de entrenamiento como en el de prueba. 

 Investigar la metodología adecuada que se ajuste al tipo de datos que se 

están trabajando. 

 Realizar pruebas con diferentes clasificadores de machine learning, para 

observar cual se ajusta mejor a la data analizada. 

 Apoyarse con validadores cruzados y diferentes herramientas de 

parametrización, y lograr ajustar hiperparametros deseados para un 

correcto entrenamiento. 

 

Con el proceso de aprendizaje y los resultados obtenidos se plantea a futuro, 

generar diferentes entrenamientos basados en redes neuronales, y gaussian process, para 

mejorar el rendimiento de las predicciones y realizar diferentes pruebas y entrenamientos 

con datos de más entidades hospitalarias a nivel nacional. 
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