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Resumen 

 

El desarrollo urbano acelerado, impulsado por la Revolución Industrial, ha planteado 

desafíos críticos en la movilidad y la seguridad vial. La regulación del tráfico inició formalmente 

con el surgimiento del semáforo a finales del siglo XIX, evolucionando desde sistemas manuales 

y automáticos hasta las actuales soluciones inteligentes que integran sensores y algoritmos de 

Inteligencia Artificial (IA), esta evolución tecnológica busca la optimización del flujo urbano, la 

reducción de la congestión y el incremento de la seguridad para los usuarios. 

En este contexto, el presente trabajo tuvo como objetivo diseñar e implementar un prototipo 

inteligente destinado al control del tráfico vehicular dentro del campus de la Unidad Central del 

Valle del Cauca (UCEVA). El proyecto aborda la necesidad de regular el flujo en los accesos del 

campus donde la carencia de una señalización clara y de un sistema de prioridad adecuado 

provoca congestiones frecuentes y pone en riesgo la seguridad de la comunidad universitaria. 

La metodología se articuló en cuatro fases esenciales: diagnóstico del problema, diseño del 

sistema, desarrollo del modelo de detección mediante visión por computadora, y validación 

experimental. Se optó por la arquitectura YOLOv5, entrenada para identificar vehículos en 

tiempo real, cuya ejecución se gestiona desde un servidor Linux Ubuntu. La comunicación con el 

microcontrolador ESP32, que controla el semáforo físico. se realiza a través del protocolo 

MQTT. 

Los resultados obtenidos validaron la eficacia del sistema: se documentó una precisión del 92 

% en la detección vehicular y una reducción significativa del 60 % en los tiempos de espera 
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frente a un sistema semafórico de ciclo fijo. El prototipo demostró la viabilidad de integrar IA e 

IoT en entornos universitarios para optimizar la movilidad interna y la eficiencia energética. 

Se concluye que este sistema marca un hito inicial en la implementación de infraestructuras 

inteligentes en la UCEVA. Como recomendación para trabajo futuro, se sugiere priorizar la 

optimización de la latencia de comunicación y extender la capacidad de detección para incluir a 

peatones y motocicletas. 

Palabras clave: inteligencia artificial, visión por computadora, YOLOv5, control de tráfico, 

IoT, ESP32, MQTT, semáforos inteligentes. 
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Abstract 

 

The accelerated urban development following the Industrial Revolution has posed critical 

challenges in mobility and road safety. Traffic regulation formally began with the emergence of 

the traffic light at the end of the 19th century, evolving from manual and automated systems to 

current intelligent solutions that integrate sensors and Artificial Intelligence (AI) algorithms. 

This technological evolution primarily seeks to optimize urban flow, reduce congestion, and 

enhance safety for all users. 

In this context, the present study aimed to design and implement an intelligent prototype for 

vehicular traffic control within the campus of the Unidad Central del Valle del Cauca (UCEVA). 

The project addresses the necessity of regulating flow at campus access points, where the lack of 

clear signage and adequate priority systems leads to frequent congestion and poses risks to the 

university community's safety. 

The methodology was structured into four essential phases: problem diagnosis, system 

design, development of the detection model via computer vision, and experimental validation. 

The YOLOv5 architecture was selected and trained for real-time vehicle identification, with its 

execution managed from a Linux Ubuntu server. Communication with the ESP32 

microcontroller, which controls the physical traffic light. is established through the MQTT 

protocol. 

The results validated the system's efficacy: a 92% accuracy in vehicular detection was 

documented, alongside a significant 60% reduction in waiting times compared to a fixed-cycle 

traffic light system. The prototype successfully demonstrated the viability of integrating AI and 

IoT in university settings to optimize internal mobility and energy efficiency. 
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It is concluded that this system represents an initial milestone in the implementation of 

intelligent infrastructure at UCEVA. As a recommendation for future work, prioritizing the 

optimization of communication latency and extending the detection capability to include 

pedestrians and motorcycles is suggested. 

Keywords: artificial intelligence, computer vision, YOLOv5, traffic control, IoT, ESP32, 

MQTT, smart traffic lights. 
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INTRODUCCIÓN 

 

A lo largo de los últimos tres siglos, la humanidad ha experimentado profundas 

transformaciones derivadas del proceso de industrialización, que impulsó una migración masiva 

del campo a las ciudades (Castelló Roselló, 2018). Este crecimiento urbano, acompañado del 

desarrollo económico y tecnológico, generó nuevos desafíos relacionados con la movilidad, la 

organización vial y la contaminación. Con la invención del automóvil en 1886 surgieron también 

los primeros problemas de congestión, lo que llevó a buscar soluciones que permitieran regular el 

tránsito y garantizar la seguridad vial. Una de las respuestas más notables fue la creación del primer 

semáforo hacia 1868, con el propósito de organizar el tráfico, reducir accidentes y optimizar los 

tiempos de desplazamiento (Nelson, 2023). 

Los semáforos, basados en un sistema de tres luces (rojo, amarillo y verde), se convirtieron 

en una herramienta esencial para coordinar el paso de peatones y vehículos en las ciudades. Su 

evolución fue constante: pasaron de ser dispositivos manuales a eléctricos y, posteriormente, a 

temporizados, mejorando significativamente el flujo vehicular (Valencia Alaix, 2000). Durante el 

siglo XX, la incorporación de sensores, cámaras y controladores electrónicos transformó los 

sistemas semafóricos en estructuras más confiables y eficientes. En años recientes, el desarrollo 

de la inteligencia artificial (IA) y la visión por computadora ha permitido ajustar los tiempos 

semafóricos en función del tráfico real, logrando sistemas más flexibles, sostenibles y adaptados a 

las condiciones dinámicas de las ciudades (Díaz Palacios, 2024). 

Sin embargo, los semáforos tradicionales presentan limitaciones cuando no están 

coordinados o calibrados correctamente, generando embotellamientos, aumento en los tiempos de 

espera, contaminación por emisiones y un gasto energético innecesario (Tarquino Torres, 2024). 

Estas deficiencias, sumadas al aumento del parque automotor, han motivado la búsqueda de 
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sistemas inteligentes de control de tráfico, capaces de tomar decisiones en tiempo real con base en 

el análisis de datos y patrones de movilidad. 

El concepto de inteligencia artificial, que hoy ocupa un papel central en estos desarrollos, 

tiene sus raíces en los fundamentos de la computación moderna. Desde 1936, con la propuesta de 

Alan Turing sobre la "máquina universal", se sentaron las bases teóricas del cómputo y del 

pensamiento automatizado (Ilcic & García, 2019), sentando las bases teóricas para lo que en 

futuros años se conocería como "Cómputo" y posterior "Inteligencia Artificial"(Martínez García, 

2018). 

Tras décadas de avances y retrocesos, como el denominado invierno de la IA en los años 

ochenta (Whitehead, 2024). surgieron nuevos paradigmas como las redes neuronales artificiales, 

las máquinas de soporte vectorial (Support Vector Machines) y los modelos de Deep Learning 

(Chhajer et al., 2022). los cuales impulsaron una nueva era en la automatización y el procesamiento 

de datos (Roser, 2022),  desde asistentes virtuales hasta vehículos autónomos, lo que intensificó el 

enfoque en la ética, la transparencia y la responsabilidad en el desarrollo y uso de sistemas de 

inteligencia artificial 

La IA ofrece un amplio espectro de aplicaciones, desde la automatización de procesos hasta 

la visión artificial, pero también plantea desafíos éticos y sociales relacionados con la privacidad 

y la dependencia tecnológica (Anaya Moreno, 2021); Entre sus arquitecturas más relevantes 

destacan las redes neuronales artificiales (RNA), los árboles de decisión y los modelos 

convolucionales (CNN) utilizados en visión por computadora (Stryker & Kavlakoglu, 2024). 

Algunas de las arquitecturas más comunes son las redes neuronales artificiales (RNA), están 

inspiradas en la estructura del cerebro que consta de capas de nodos interconectados, siendo 

fundamental para el aprendizaje profundo (Deep learning) (Montesinos López et al., 2022). 
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Árboles de decisiones, siendo un modelo que representa decisiones basadas en reglas lógicas, estos 

son utilizados en clasificación y regresión gracias a que divide conjuntos de datos según sus 

características. Dentro de este último campo, destaca la arquitectura YOLO (You Only Look 

Once), especialmente en su versión YOLOv5, desarrollada por Ultralytics en 2020, la cual ofrece 

un equilibrio óptimo entre precisión y velocidad en la detección de objetos  (Johnson, 2023), 

gracias a su efectividad a la hora de detectar objetos con el justo equilibrio entre eficacia y 

precisión, esto con respecto a versiones anteriores como Yolov3 y Yolov4. Esta se basa en redes 

neuronales convolucionales (CNN) que sumado a que su código es abierto y permite una mejor 

implementación, lo vuelven adecuado para una variedad de aplicaciones en el mundo de la visión 

por computadora (Nepal & Eslamiat, 2022) 

A raíz de todas las etapas de esta, una gran cantidad de estudiosos se han visto hipnotizados 

por las posibilidades que tiene la inteligencia artificial (IA) haciendo que la misma tenga diferentes 

usos o aplicaciones, por mencionar algunos campos. El reconocimiento de patrones y visión por 

computadora y clasificación de imágenes, que tiene como función analizar patrones completos de 

datos visuales y realizar tareas de reconocimiento con precisión, como por ejemplo tipos de 

vehículos y peatones. Dentro del campo del control de tráfico por IA se utiliza El aprendizaje 

automático (Machine Learning), que funciona aprendiendo de datos y patrones para realizar tareas 

específicas sin ser programada explícitamente, permitiendo la predicción de tendencias y 

recomendaciones personalizadas al momento de priorizar vías (Ordoñez Tintinago & Trochez 

Chilguezo, 2019) 

En el ámbito del tráfico vehicular, estas tecnologías se han implementado en diferentes 

partes del mundo. Por ejemplo, en Estados Unidos, la autopista de Carolina del Norte utiliza un 

sistema basado en IA y LIDAR 3D para gestionar el peaje dinámico y mejorar la fluidez vehicular 
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(Indra, 2024). O por otro lado países como china que ya tiene la IA tan arraigada en su cultura que 

se convirtió en uno de los primeros países del mundo en poner normas exclusivas para la IA 

(Acosta, 2024) 

Estas inteligencias artificiales han sido entrenadas utilizando diversas estrategias de 

aprendizaje, de manera muy similar a como se les enseñaría a los estudiantes universitarios 

(Tramallino & Marize Zeni, 2024). Estas distintas metodologías de entrenamiento logran 

proporcionar una formación más sólida, lo cual ha demostrado estar directamente relacionado con 

un mejor desempeño, ya sea en estudiantes o en IA, tal y como sugieren investigaciones previas 

sobre estrategias de aprendizaje. Por ejemplo, dentro del estudio realizado por (Lozada-Das-Dores 

et al., 2021), la Unidad Central del Valle del Cauca (Colombia) aplicó la teoría del aprendizaje 

basado en proyectos (LbD) con el objetivo de elevar el estándar educativo. En este enfoque, los 

estudiantes se enfrentaron a la resolución de problemas mediante simulación, prototipado y 

optimización de un dispositivo que posteriormente fue utilizado en una mediana empresa 

(MIPYME). Al igual que en el caso de la IA, al someterse a un entrenamiento más intenso y 

prolongado, se logra obtener una mejora sustancial en su capacidad para abordar diferentes tareas 

y desafíos. 

En el contexto local, la Unidad Central del Valle del Cauca (UCEVA) enfrenta una 

problemática similar, a menor escala. El crecimiento de la población estudiantil y vehicular ha 

generado congestión en los accesos principales del campus, especialmente en horarios pico, donde 

la ausencia de señalización y de un sistema automatizado de priorización provoca demoras, 

desorden y riesgo para peatones y conductores. 

Frente a esta situación, el presente trabajo de grado tiene como propósito diseñar e 

implementar un prototipo de control de tráfico vehicular basado en inteligencia artificial, capaz de 
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detectar el flujo real de vehículos mediante visión por computadora y gestionar los ciclos 

semafóricos en tiempo real. La metodología incluye el diagnóstico del problema de tráfico, el 

diseño e integración del sistema, el desarrollo del modelo con la arquitectura YOLOv5 y la 

comunicación entre un servidor Linux y un microcontrolador ESP32 a través del protocolo MQTT, 

encargado del control físico del semáforo. 

El alcance de este proyecto se centra en demostrar la viabilidad técnica de un sistema 

inteligente de tráfico aplicable a entornos cerrados como campus universitarios, zonas 

empresariales o residenciales. Este trabajo busca aportar una solución tecnológica, económica y 

escalable que contribuya a la movilidad sostenible dentro de la UCEVA y siente las bases para 

futuras investigaciones en el campo de las infraestructuras inteligentes. 

En síntesis, la presente investigación no solo aborda una necesidad puntual de movilidad 

institucional, sino que se enmarca dentro del proceso histórico de evolución del control del tráfico, 

mostrando cómo la inteligencia artificial representa la más reciente etapa en un recorrido de más 

de un siglo por lograr sistemas urbanos más ordenados, seguros y eficientes. 

Artificial Intelligence (IA) 

Incluye cualquier sistema o máquina capaz de imitar funciones cognitivas humanas, como 

el razonamiento, la percepción, la toma de decisiones, y el aprendizaje; Ejemplos: sistemas 

expertos, robots, asistentes virtuales, vehículos autónomos. 

Machine Learning (ML) 

Es un subcampo dentro de la IA, se refiere a técnicas que permiten a las máquinas aprender 

a partir de datos sin ser programadas explícitamente para cada tarea; Ejemplos: sistemas de 

recomendación (Netflix, Amazon), clasificación de correos, detección de fraude. 
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 Deep Learning (DL) 

Es una subcategoría dentro del machine learning; utiliza redes neuronales profundas (con 

muchas capas) para aprender de grandes cantidades de datos; es especialmente eficaz para tareas 

como visión por computadora, procesamiento del lenguaje natural y reconocimiento de voz. 
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PLANTEAMIENTO DEL PROBLEMA 

 

En la actualidad, el aumento constante de la cantidad de vehículos y la falta de una 

planificación vial adecuada en muchas ciudades han generado una mayor congestión, 

accidentalidad y contaminación ambiental. Este panorama también se refleja en los entornos 

universitarios, donde la ausencia de una señalización y priorización adecuadas se convierte en 

una fuente constante de riesgo y desorden. 

En el caso particular de la Unidad Central del Valle del Cauca (UCEVA), ubicada en la 

ciudad de Tuluá, se presenta una problemática relacionada con la falta de un sistema eficiente 

de control de tráfico dentro del campus universitario. Durante las horas pico (especialmente en 

los cambios de jornada y en los accesos vehiculares) se generan embotellamientos, demoras en 

los desplazamientos y conflictos entre peatones, bicicletas y automóviles. La señalización actual 

es limitada y no existen mecanismos dinámicos que regulen el flujo vehicular o prioricen de 

manera inteligente el paso de los distintos actores viales. 

Además, la UCEVA, al ser una institución con alto flujo diario de estudiantes, docentes 

y visitantes, requiere un sistema que garantice la seguridad y optimice la movilidad interna, 

reduciendo el riesgo de accidentes. La ausencia de herramientas tecnológicas o sistemas de 

semaforización adaptativa evidencia la necesidad de implementar soluciones basadas en 

inteligencia artificial (IA) que permitan regular el tráfico en tiempo real, mejorando la eficiencia 

y la organización del tránsito dentro del campus. 

El uso de tecnologías inteligentes aplicadas al control vehicular no solo beneficiaría la 

movilidad dentro de la institución, sino que también podría servir como modelo para otros 

espacios educativos o urbanos con problemáticas similares. No obstante, antes de desarrollar 

un sistema de este tipo, es fundamental conocer experiencias previas y analizar los resultados 
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obtenidos en otras universidades del mundo. 

A nivel internacional, distintos estudios han abordado los desafíos de la movilidad en 

campus universitarios, demostrando la eficacia de los sistemas de transporte inteligente (ITS) y 

la planificación colaborativa como estrategias clave para mejorar la eficiencia vial y la 

seguridad de los peatones. 

Aldrete-Sánchez et al. (2010), en su estudio sobre universidades de Estados Unidos, 

identificaron seis categorías de buenas prácticas: planificación colaborativa, seguridad de 

peatones y ciclistas, transporte público, estacionamiento, tránsito vehicular y planificación a 

largo plazo. En estas instituciones, el uso de semáforos inteligentes, la optimización de horarios 

y la integración de sistemas de información en tiempo real han permitido una gestión más 

efectiva del flujo vehicular y peatonal dentro de los campus. 

Por otro lado, el programa Intelligent Energy Europe (2008) recopiló experiencias de 

universidades europeas que priorizan la movilidad sostenible mediante estrategias como la 

promoción del uso de bicicletas, los sistemas de vehículos compartidos y las campañas de 

concientización ambiental. Sin embargo, el estudio evidenció que, a diferencia de Estados 

Unidos, en Europa aún son escasas las implementaciones de modelos de simulación y 

automatización del tránsito en campus educativos. 

Estas investigaciones demuestran que los entornos universitarios son espacios ideales 

para experimentar con soluciones de movilidad inteligente. Los ejemplos internacionales 

destacan la importancia de integrar la tecnología con la planificación urbana, lo cual puede 

reducir la congestión, mejorar la seguridad y optimizar los tiempos de desplazamiento. 

En este sentido, el presente trabajo busca adaptar estas experiencias al contexto de la 

UCEVA, aprovechando el potencial de la inteligencia artificial para desarrollar un sistema de 
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control de tráfico que responda a las necesidades particulares del campus y promueva una 

movilidad más eficiente y segura. Con esto en mente surge la duda 

¿Cómo podemos controlar el tráfico vehicular en la ciudadela de la Unidad Central del 

Valle del Cauca mediante el uso de tecnología? 

Por esta razón se realiza este trabajo para dar solución a la problemática presentada en 

el planteamiento del problema. 

  



 
 

28 
 

OBJETIVOS 

Objetivo General 

Prototipar un dispositivo inteligente que permita el control del tráfico vehicular en la 

ciudadela de la Unidad Central Del Valle Del Cauca 

 

Objetivos Específicos  

● Analizar las posibles herramientas de monitoreo disponibles para el diseño del 

dispositivo 

● Implementar un algoritmo de inteligencia artificial que permita el procesamiento de 

las imágenes y la extracción de características relevantes. 

● Desarrollar un dispositivo inteligente que permita controlar y monitorear el 

tráfico dentro de la Unidad 

● Analizar los resultados obtenidos por el prototipo de dispositivo inteligente. 

  



 
 

29 
 

JUSTIFICACIÓN 

 

La rápida urbanización y el crecimiento de la población en áreas urbanas han generado una 

deficiencia en la infraestructura vial, lo que ha provocado problemas sociales, económicos y 

ambientales (Carreño Campo & Alfonso P, 2018). Estos incluyen el aumento del estrés en 

conductores y pasajeros, el gasto adicional de combustible debido a la congestión, la reducción del 

tiempo productivo de las personas y la emisión de gases contaminantes. 

Ante esta situación, se plantea la implementación de inteligencia artificial como una 

solución global para gestionar y optimizar el control del tráfico. La inteligencia artificial ofrece la 

capacidad de adaptarse dinámicamente a las necesidades cambiantes de las vías y las 

intersecciones en tiempo real, superando los métodos convencionales que dependen de 

temporizadores estáticos (Bolaño-García & Duarte-Acosta, 2023). Esto proporciona una gestión 

más eficiente y adaptable para abordar los desafíos actuales en la movilidad urbana. 

Desde una perspectiva global, la (Organización Mundial de la Salud, 2023) ha señalado 

que cada año millones de personas sufren accidentes de tráfico debido a un mal manejo del tráfico, 

y en Latinoamérica esta situación es aún más preocupante, dado que el 80% de la población vive 

en ciudades mal preparadas para gestionar la cantidad de vehículos . Esto se agrava por la ausencia 

de infraestructuras planificadas para controlar el tráfico vehicular de manera eficiente. 

En el contexto específico de la Unidad Central del Valle del Cauca (UCEVA), la situación 

es reflejo de esta problemática más amplia. En la actualidad, el tráfico dentro y en los alrededores 

de la UCEVA no cuenta con un sistema que regule de manera eficiente el paso de vehículos y 

peatones. Esta ausencia de control genera trancones en las intersecciones principales, incrementa 

el riesgo de accidentes y crea confusión tanto en conductores como en peatones sobre quién tiene 
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la prioridad, lo que afecta directamente la movilidad dentro del campus. La falta de organización 

también repercute en la calidad de vida y el bienestar de la comunidad universitaria, que a diario 

enfrenta retrasos y situaciones de estrés. 

 

Para dar respuesta a esta problemática, se plantea la implementación del modelo YOLOv5, 

una arquitectura de detección de objetos basada en redes neuronales convolucionales y aprendizaje 

profundo (YOLOv5, 2025). Este modelo se caracteriza por combinar rapidez y precisión, lo que 

lo hace especialmente útil para identificar en tiempo real diferentes actores viales a partir de 

imágenes y videos (Jocher et al., 2022). 

La integración de la inteligencia artificial con YOLOv5 permitirá diseñar un sistema de 

gestión del tráfico más dinámico y eficiente en la ciudadela universitaria de la Unidad Central del 

Valle del Cauca. De esta manera, se busca optimizar el flujo vehicular, reducir la congestión en 

puntos críticos y aumentar la seguridad tanto de peatones como de conductores dentro de las 

instalaciones. 
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ANTECEDENTES 

 

En los últimos años el aumento del tráfico vehicular y también del flujo de información 

digital ha traído retos importantes que requieren soluciones diferentes a las tradicionales (Paiva et 

al., 2021). Tanto en el manejo de redes de datos como en la regulación del tránsito, la inteligencia 

artificial (IA) ha demostrado ser una herramienta útil para mejorar la eficiencia y permitir que las 

decisiones se tomen en tiempo real (Maldonado Zúñiga et al., 2025). 

En ciudades con mucha población y vías limitadas, los problemas de movilidad son 

frecuentes. Para enfrentarlos, se han trabajado alternativas como la sincronización de semáforos, 

la lectura de señales de tráfico y el ajuste de los tiempos de circulación. Los sistemas adaptativos 

son una de las estrategias más prometedoras, ya que pueden modificar la duración de las luces de 

acuerdo con la cantidad de vehículos presentes, reduciendo los tiempos de espera y mejorando la 

fluidez (Castán et al., 2014). 

La evolución de estos sistemas ha pasado de esquemas de tiempo fijo, que no tienen en 

cuenta la situación real del tráfico, a otros más dinámicos que emplean sensores y algoritmos de 

IA para ajustar los ciclos semafóricos (Castán et al., 2014). En Medellín, por ejemplo, el uso de 

este tipo de tecnologías ha ayudado a disminuir los tiempos de viaje y el número de paradas 

innecesarias (Guzmán Avendaño, 2022). 

Por otra parte, la IA también ha tenido avances en la detección y clasificación de señales 

de tránsito. Este tema no es sencillo porque aspectos como el clima, la iluminación o la presencia 

de objetos parecidos pueden confundir a los sistemas tradicionales. La visión por computadora y 

el aprendizaje profundo han demostrado mejores resultados, ofreciendo una detección más precisa 

y estable en condiciones complejas (Del-Coco et al., 2025; Internacional de Energías Renovables, 

2019). 
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Además, se han desarrollado plataformas que ayudan a los gobiernos a tomar decisiones 

basadas en datos, apoyándose en infraestructura inteligente para organizar mejor la movilidad 

(Urquiza Cuéllar, 2022). A la par, en el campo de las redes de datos, la IA se ha usado para 

optimizar el flujo de información y detectar fallas de manera temprana, lo que disminuye la carga 

de trabajo de los administradores y mejora la respuesta ante problemas (Agoro & Gray, 2020). No 

obstante, un reto importante sigue siendo identificar qué datos son realmente útiles dentro de la 

gran cantidad de información disponible, ya que no todo aporta de manera directa a la toma de 

decisiones (Ernesto Fernández, n.d.). 

Otro espacio donde la IA ha mostrado beneficios es en la administración de servidores. Los 

modelos de lenguaje de gran escala (LLM) pueden encargarse de tareas como configurar sistemas, 

monitorear su estado o resolver fallas sin intervención humana (Wang & Shao, 2025). Esto permite 

que los equipos técnicos dediquen más tiempo a labores críticas y, al mismo tiempo, mejora la 

seguridad y el rendimiento de la infraestructura digital (León et al. , 2022). 

En general, estos aportes muestran que la inteligencia artificial tiene un papel cada vez más 

fuerte en la movilidad urbana y en la gestión de la información digital. Sus aplicaciones abarcan 

desde la sincronización de semáforos y el reconocimiento de señales, hasta la administración de 

sistemas informáticos. Aun así, todavía existen limitaciones, como la necesidad de algoritmos más 

precisos y capaces de adaptarse a distintos entornos. A medida que estas tecnologías evolucionen, 

su impacto será mayor y más práctico en escenarios reales (Castán et al., 2014). 

Finalmente, cabe resaltar que el enfoque de este proyecto difiere del presentado en 

Monterrey por Cañas y Sosa Ramírez (2020). En su caso, la Raspberry Pi funcionaba como 

intermediario enviando las imágenes al servidor mediante HTTP. Nuestro diseño elimina ese paso, 

ya que las cámaras IP se conectan directamente al servidor a través del protocolo RTSP, logrando 
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un procesamiento de imágenes más rápido y eficiente. Además, la comunicación entre el servidor 

y el controlador de los semáforos se realiza mediante MQTT (Mosquitto), enviando instrucciones 

directas a la ESP32, la cual ejecuta las acciones necesarias sobre el sistema de iluminación LED 

del semáforo. Esto reduce la latencia en la toma de decisiones y mejora la eficiencia del sistema 

en tiempo real. 

En contraste con sistemas tradicionales, como los implementados en el estudio de Guzmán 

Avendaño, (2022)  en donde dependen de sensores inductivos y centralización en la nube, nuestro 

prototipo utiliza procesamiento en el ESP32 y transmisión directa vía RTSP, reduciendo la latencia 

en un 40% según pruebas preliminares. Adicionalmente, el uso de YOLOv5 garantiza precisión 

incluso en condiciones de baja iluminación, superando limitaciones de métodos como la 

sustracción de fondo. 
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MARCO TEÓRICO 

 

Arquitecturas 

SSD:  

Single Shot Multibox Detector es un modelo de detección de objetos en tiempo real que 

utiliza una única red neuronal para predecir y delimitar los objetos en una sola pasada de imagen. 

Este enfoque permite realizar predicciones simultáneas de las posiciones de los objetos y su 

clasificación, lo que se traduce en una alta velocidad de procesamiento. Esta arquitectura es ideal 

para aplicaciones de tráfico donde la rapidez es crucial, como la detección de vehículos en 

movimiento o peatones cruzando una calle. 

RetinaNet 

RetinaNet trabaja con la red Feature Pyramid Network y usa un mecanismo conocido como 

pérdida focal, que mejora la detección de objetos pequeños. Esta característica lo hace útil en 

contextos donde no todos los actores viales tienen el mismo tamaño, como en intersecciones donde 

se mezclan buses, motos y peatones. En una ciudad como Tuluá, este tipo de algoritmo podría ser 

valioso en zonas cercanas a instituciones educativas donde el flujo peatonal es alto. 

EfficientDet 

EfficientDet pertenece a la familia de modelos EfficientNet. Su principal ventaja es que 

logra buena precisión sin exigir demasiado al hardware. Por eso es conveniente para proyectos con 

recursos limitados, como los desarrollados en universidades. En un sistema de tráfico inteligente 

basado en cámaras de seguridad o dispositivos IoT instalados en la UCEVA, su bajo consumo de 

recursos sería un beneficio importante. 
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CenterNet 

A diferencia de otros modelos que dibujan cajas alrededor de los objetos, CenterNet se 

centra en predecir sus puntos medios. Esto le da agilidad en escenarios muy congestionados, 

porque es capaz de reconocer varios vehículos y peatones al mismo tiempo, incluso cuando son 

pequeños. En cruces donde las motos son mayoría, como pasa en muchas calles de Tuluá, esta 

técnica puede ayudar a no perder registros en medio del desorden vial. 

 

Faster R-CNN 

Faster R-CNN no es tan rápido como YOLO, pero ofrece gran precisión al identificar los 

objetos. Esto lo convierte en una buena opción cuando se requiere un análisis detallado y no 

importa tanto la velocidad, por ejemplo, en el control de accesos vehiculares o en zonas peatonales 

internas de la universidad. Para proyectos como este, sin embargo, su alto consumo de recursos 

puede ser una limitación. 

YOLO (You Only Look Once) 

YOLO fue desarrollado por Joseph Redmon y su equipo, y cambió la forma en que se hace 

detección de objetos al procesar la imagen completa en una sola pasada. Gracias a esa eficiencia, 

es ideal para sistemas de tráfico en tiempo real. En este trabajo se eligió YOLOv5 precisamente 

porque la UCEVA no cuenta con semáforos y necesitábamos un modelo que reaccionara rápido a 

la presencia de vehículos y motos en el campus. 
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MARCO CONCEPTUAL 

 

Semáforos inteligentes 

A diferencia de los semáforos tradicionales, que funcionan con tiempos fijos, los semáforos 

inteligentes ajustan sus fases de acuerdo con la demanda real de cada carril. Con sensores o 

cámaras pueden detectar cuántos vehículos hay y decidir si mantener más tiempo la luz verde o 

no. Este tipo de sistemas permiten reducir la congestión y dar un flujo más dinámico en 

intersecciones críticas. Para un campus como el de la UCEVA, sería una herramienta novedosa 

para organizar el tránsito interno sin depender de personal de control. 

Visión artificial 

La visión artificial busca que una máquina interprete imágenes o videos de su entorno. En 

tráfico, significa que una cámara puede identificar vehículos, peatones e incluso situaciones de 

riesgo, como un conductor que se pasa el semáforo en rojo. Para la UCEVA, la visión artificial 

aplicada a los accesos podría ayudar a registrar la entrada y salida de vehículos sin necesidad de 

intervención manual, mejorando la seguridad y el orden. 

Inteligencia artificial aplicada al tráfico 

La inteligencia artificial es un área de la informática que desarrolla sistemas capaces de 

aprender de los datos y adaptarse a distintas condiciones. En movilidad, se utiliza para analizar el 

flujo de autos, predecir congestiones y ajustar la operación de los semáforos. En este proyecto, la 

IA permitió que el sistema respondiera en tiempo real a lo que ocurría en la vía, aportando una 

solución automatizada a un problema concreto: la falta de regulación vehicular dentro de la 

UCEVA. 
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METODOLOGÍA 

 

Este proyecto se desarrollará en la Unidad Central del Valle del Cauca (UCEVA), ubicada en la 

Carrera 27A No. 48-144, Kilómetro 1, salida sur del municipio de Tuluá, en el departamento del 

Valle del Cauca. Como se observa en la imagen 1 ubicación del proyecto  

Imagen 1 

ubicación del proyecto. 

 

Fuente: Google maps (2025). 

Tipo de investigación 

La investigación tendrá un enfoque cuantitativo, ya que se basará en la recolección de datos 

numéricos relacionados con la movilidad interna. El análisis de variables como el número de 

vehículos que circulan por los accesos y el tiempo promedio de desplazamiento permitirá obtener 

información precisa y objetiva. Para lograrlo, se emplearán técnicas de visión por computador, 

entre ellas la sustracción de fondo, la segmentación de imágenes, el seguimiento de objetos y la 

detección mediante algoritmos de inteligencia artificial. Estas herramientas estarán acompañadas 
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por entornos virtuales que servirán de apoyo para probar y validar el funcionamiento del sistema 

antes de aplicarlo directamente en el campus. 

Identificación del problema 

El primer paso consistirá en reconocer los puntos donde se presentan mayores dificultades 

de movilidad dentro de la UCEVA. Para ello, se tomarán en cuenta tanto las observaciones directas 

como la experiencia de los vigilantes, quienes conocen de primera mano las zonas donde se 

producen más trancones. Uno de los lugares críticos identificados es la intersección entre la 

Facultad de Derecho y el parqueadero central, ya que allí confluyen varios flujos vehiculares y se 

generan cuellos de botella. 

Estrategias de solución 

El problema identificado tiende a agravarse a medida que aumenta la población 

universitaria, por lo que resulta necesario plantear alternativas de solución. Entre las opciones a 

considerar se incluyen: medidas de infraestructura, como señalizaciones claras o carriles 

reversibles, estrategias regulatorias, como restricciones por número de placa o prioridad para 

ciertos tipos de vehículos, y soluciones tecnológicas, que van desde sistemas de monitoreo en 

tiempo real hasta semáforos inteligentes apoyados en IoT y análisis predictivo con Big Data. 

Después de analizar estas posibilidades, la propuesta más viable es la implementación de 

semáforos inteligentes, ya que ofrecen flexibilidad, permiten combinar hardware y software, y 

pueden complementarse con otras medidas sencillas, como reductores de velocidad. 

Diseño 

Con la información obtenida, se procederá a diseñar e implementar un semáforo inteligente 

capaz de adaptarse dinámicamente al flujo vehicular en la intersección crítica identificada. El 

proceso comenzará con la medición del tráfico en diferentes horarios y la identificación de patrones 
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de congestión. Con esos datos se definirá el diseño del sistema, que contará con dos cámaras 

ubicadas estratégicamente, cada una enfocada en un carril específico.  

Imagen 2  

Etapas de la metodología del proyecto. 

 

Fuente: Elaboración propia. 

Se plantea diseñar un dispositivo que cumpla con las siguientes características, Observar 

imagen 3 
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Imagen 3  

Esquemático del dispositivo. 

 

Fuente: Elaboración propia. 

Procesamiento de datos 

El procesamiento de la información estará a cargo de un servidor local con sistema 

operativo Linux Ubuntu, instalado dentro de la universidad. Este servidor recibirá los datos de las 

cámaras, aplicará los algoritmos de detección y tomará decisiones sobre los cambios de semáforo. 

Para organizar mejor el funcionamiento, el software estará dividido en cuatro bloques principales: 

comunicación, detección, control dinámico de tiempos y gestión del sistema de semáforos. De esta 

manera, será posible optimizar el tránsito en la intersección crítica y mejorar la movilidad en el 

campus. 
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DESARROLLO 

 

El corazón del proyecto está en la creación de una solución tecnológica que combine 

inteligencia artificial con dispositivos físicos, de manera que sea posible detectar y contabilizar 

vehículos en tiempo real. La integración entre hardware y software resulta fundamental para lograr 

un monitoreo confiable del tráfico, ya que permite automatizar decisiones que mejoran la 

movilidad. En este apartado se presentan los elementos principales que conforman el sistema: 

desde la selección del hardware, pasando por los enfoques de monitoreo y el diseño del software, 

hasta la manera en que se construyó el sistema de forma modular para asegurar su correcto 

funcionamiento. 

Hardware 

Los dispositivos físicos son la base del sistema, pues hacen posible la captura y transmisión 

de información. Entre ellos se incluyen cámaras de alta resolución, sensores y los semáforos 

inteligentes que sirven como salida visible de las decisiones del sistema. Las cámaras permiten 

registrar el movimiento de vehículos y peatones, mientras que los sensores aportan datos 

adicionales sobre la presencia y el flujo en la vía. Para que estos equipos operen de manera 

confiable, se requiere que sean resistentes y capaces de funcionar incluso en condiciones climáticas 

adversas. En conjunto con el software, el hardware hace posible un control más seguro y eficiente 

del tráfico. 

 Estudio de diferentes alternativas de monitoreo 

El monitoreo en tiempo real es clave no solo para el control vehicular, sino también en 

ámbitos como la seguridad o la optimización de recursos. Existen varios métodos para hacerlo. El 

más tradicional es la sustracción de fondo, que compara las imágenes con un escenario fijo para 

detectar cambios. Aunque es sencillo, puede fallar si varía la iluminación o el entorno. Otra opción 
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son los sensores, que permiten identificar movimiento, temperatura o presencia física; sin 

embargo, suelen presentar errores cuando se usan en espacios tan dinámicos como una vía con 

tráfico. 

En contraste, la inteligencia artificial a través de técnicas como las redes neuronales 

convolucionales ha demostrado ser mucho más robusta. Esta tecnología permite procesar grandes 

volúmenes de imágenes y aprender patrones que facilitan reconocer vehículos y peatones con 

rapidez y precisión, incluso en escenarios cambiantes. Gracias a esta capacidad de adaptación, se 

convierte en la alternativa más adecuada para aplicaciones de detección en tiempo real 

Durante el desarrollo del sistema se analizaron distintas metodologías de detección 

vehicular con el fin de seleccionar la más adecuada para su implementación. Entre las alternativas 

consideradas se incluyeron los enfoques basados en sustracción de fondo, detección mediante 

aprendizaje automático (Machine Learning), detección tradicional por procesamiento 

digital de imágenes, y detección mediante redes neuronales convolucionales (Deep Learning). 

La sustracción de fondo consiste en comparar cada cuadro de video con una imagen de 

referencia para identificar los píxeles que cambian con el tiempo. Este método es sencillo y de bajo 

costo computacional, pero resulta sensible a cambios de iluminación, sombras o condiciones 

climáticas, lo que reduce su precisión en entornos abiertos. 

El enfoque de Machine Learning utiliza clasificadores entrenados con características 

extraídas de las imágenes (como bordes o contornos). Aunque ofrece mejores resultados que los 

métodos tradicionales, su precisión depende fuertemente de la calidad de las características 

manuales y no logra generalizar adecuadamente ante variaciones en tamaño, ángulo o color de los 

vehículos. 
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Por su parte, las técnicas de procesamiento digital clásico aplican filtros, detección de 

bordes y transformaciones morfológicas para segmentar objetos en movimiento. Si bien son útiles 

para entornos controlados, presentan limitaciones cuando el escenario es dinámico o presenta alto 

tráfico, ya que no distinguen correctamente entre tipos de vehículos ni condiciones de luz. 

Finalmente, el enfoque basado en redes neuronales convolucionales (CNN) demostró 

ser el más robusto y preciso. Este método aprende directamente las características relevantes de 

los vehículos a partir de grandes volúmenes de datos, logrando una detección confiable incluso 

con variaciones de iluminación, distancia o perspectiva. Por ello, se seleccionó esta metodología 

para el sistema final de monitoreo vehicular, implementada mediante el modelo YOLOv5. 

Tabla 3  

Comparación de Alternativas de Monitoreo 

Metodo 
Ventajas 

principales 

Limitaciones 

detectadas 
Resultado 

Sustracción de fondo 

Simple, rápido y de 

bajo costo 

computacional 

Sensible a luz, sombras 

y movimiento del 

fondo 

Parcialmente 

viable 

Procesamiento digital 

clásico 

No requiere 

entrenamiento, fácil 

implementación 

Baja precisión en 

entornos variables 

Parcialmente 

viable 

Machine Learning 

Mejora la detección 

con clasificadores 

entrenados 

Requiere extracción 

manual de 

características y mucho 

ajuste 

Parcialmente 

viable 

Redes neuronales (Deep 

Learning) 

Alta precisión, 

adaptable, detecta 

en tiempo real 

Requiere entrenamiento 

y mayor capacidad de 

cómputo 

Alternativa 

seleccionada 

 

Fuente: Elaboración propia. 
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Análisis de dispositivos para ejecución 

Dentro del análisis de opciones para el sistema de monitoreo vehicular se evaluó el uso 

del módulo ESP32-CAM este microcontrolador integra conectividad Wi-Fi y cámara digital. Su 

bajo costo, tamaño reducido y facilidad de programación lo convirtieron en una opción viable para 

implementar un sistema autónomo de captura de imágenes sumado a su capacidad de transmitir 

información sin requerir equipos de cómputo adicionales. 

El planteamiento inicial consistió en que el ESP32-CAM capturara fotografías de manera 

periódica y las enviara mediante su conexión Wi-Fi a un servicio en la nube como Google Drive, 

donde leugi serían procesadas con herramientas basadas en Python. Esta arquitectura buscaba 

aprovechar las ventajas del cómputo remoto, manteniendo el dispositivo como un nodo ligero de 

adquisición de datos. 

Durante las pruebas se destacaron ventajas como su facilidad de integración, bajo 

consumo energético y compatibilidad con entornos de desarrollo accesibles. Sin embargo, también 

se evidenciaron limitaciones que afectaron su viabilidad, la compatibilidad restringida con cámaras 

(principalmente el modelo OV2640), la baja capacidad de memoria y procesamiento, así como la 

falta de protección física frente a condiciones ambientales adversas, lo que limitaba su instalación 

en exteriores. 

Además de la transmisión de imágenes hacia la nube generó altas latencias y dependencia 

total de la conectividad a internet, dificultando su uso en aplicaciones de monitoreo en tiempo real. 

En conclusión, aunque el ESP32-CAM resultó funcional para tareas básicas de captura y 

comunicación, sus restricciones técnicas y ambientales impidieron su adopción como solución 

principal para el sistema de control de tráfico vehicular. 
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Tabla 4  

Aspectos ESP32-CAM. 

Aspecto Ventajas  Desventajas 

Costo 

Bajo costo, ideal para 

pruebas y prototipos 

educativos 

- 

Conectividad 

Wi-Fi integrado, 

comunicación directa 

con la nube 

Inestabilidad en ambientes 

abiertos o con interferencias 

Procesamiento 

Suficiente para tareas 

básicas de control o 

captura 

Insuficiente para modelos de IA 

o procesamiento en tiempo real 

Camara 
Módulo integrado 

OV2640, fácil de usar 

Limitada compatibilidad, baja 

calidad de imagen y resolución 

Resistencia Ambiental 
Compacto, fácil de 

instalar 

No resistente a humedad, polvo 

ni altas temperaturas 

Arquitectura general 

Ideal para envío de 

imágenes o datos a la 

nube 

Latencia alta al depender de 

internet y Google Drive 

 

Fuente: Elaboración propia. 

Otra alternativa evaluada para el sistema de monitoreo vehicular fue la Raspberry Pi 4  la 

versión más reciente disponible al momento de las pruebas. Esta tarjeta ofrecía mejoras 

importantes frente a versiones anteriores como mayor capacidad de memoria RAM, procesador de 

cuatro núcleos y puertos USB 3.0, lo que la convertía en una opción viable para ejecutar algoritmos 

de visión artificial y procesamiento local de imágenes. 

En esta plataforma se logró instalar un entorno gráfico completo, lo que permitió 

visualizar en tiempo real la detección de vehículos mediante scripts desarrollados en Python. 

Además de explorar la posibilidad de conectar cámaras USB o módulos CSI compatibles, lo cual 
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facilitó las pruebas con distintos tipos de sensores. También se implementaron versiones 

optimizadas de los modelos YOLO, ajustando los parámetros del código para aprovechar al 

máximo los recursos del sistema. 

Pese a las optimizaciones realizadas, la Raspberry Pi 4 no alcanzó el rendimiento 

esperado. Durante las pruebas se registraron retrasos de hasta dos segundos entre fotogramas, lo 

que resultó inaceptable para el propósito del sistema, que requiere respuesta en tiempo real para 

controlar los semáforos. Aunque se consideró la posibilidad de migrar a una versión superior, 

como la Raspberry Pi 5, se determinó que la inversión no garantizaba una mejora significativa, 

dado que la limitación principal radicaba en la capacidad de cómputo y procesamiento gráfico de 

estas placas de desarrollo. 

Entre las ventajas observadas se destacan la facilidad de instalación, el soporte para 

procesamiento local, lo que evita depender de una conexión a internet y la posibilidad de 

personalizar completamente el entorno de ejecución. Pero su baja capacidad para manejar modelos 

de inteligencia artificial en tiempo real, junto con la generación de calor y consumo energético 

elevado bajo carga máxima, limitaron su aplicación como solución definitiva para el sistema de 

monitoreo vehicular. 

Tabla 5  

Aspectos Raspberry Pi. 

Aspecto Ventajas  Desventajas 

Procesamiento local 

Evita dependencia de 

internet, permite control 

total del entorno 

Potencia insuficiente para 

modelos complejos de IA 

Compatibilidad 
Admite cámaras USB y 

módulos CSI, ampliando 

las opciones de prueba 

 

Algunas cámaras requieren 

controladores adicionales 
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Costo y disponibilidad 

Económica frente a 

computadores 

tradicionales 

La versión superior (Pi 5) 

implica costos adicionales sin 

garantía de mejora 

Flexibilidad de software 

Permite instalar entornos 

gráficos y librerías 

personalizadas 

Configuración inicial compleja y 

demanda de recursos 

Desempeño 

Ejecución estable en 

modelos ligeros como 

YOLO 

Retrasos de hasta 2 s entre 

fotogramas, inaceptable para 

tiempo real 

Consumo y temperatura Bajo en reposo 

Se eleva significativamente bajo 

carga, requiriendo refrigeración 

activa 

 

Fuente: Elaboración propia. 

Como parte del análisis de opciones para la detección vehicular, se evaluó el uso de 

Google Cloud como plataforma de procesamiento en la nube. Este servicio ofrece una 

infraestructura de cómputo de alto rendimiento con acceso a unidades de procesamiento gráfico 

(GPU)  lo que permite ejecutar modelos de inteligencia artificial con gran velocidad y precisión. 

Y en teoria esta alternativa solucionaba las limitaciones de hardware presentes en los dispositivos 

locales debido a que el procesamiento se realizaba directamente en los servidores de Google. 

La configuración del entorno se realizó a través de Google Colab, un compilador en línea 

basado en Python que permite entrenar y ejecutar modelos como YOLOv5 aprovechando la 

capacidad de cómputo de la nube. Durante las pruebas se evidenció una mejora considerable en 

los tiempos de inferencia y entrenamiento del modelo lo que representaba un avance importante 

comparado a las alternativas anteriores. 

La  implementación práctica presentó diversas restricciones. En primer lugar el acceso 

completo a los servicios de Google Cloud requiere credenciales y suscripciones de pago con un 

periodo gratuito de prueba de 90 días y un costo posterior aproximado de 300 USD mensuales algo 
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poco viable para un proyecto académico de carácter experimental. Además se detectaron 

problemas de compatibilidad con ciertas cámaras IP, que impedían la transmisión directa de 

imágenes en tiempo real hacia la nube obligando a realizar cargas intermedias o procesos de 

almacenamiento temporal. 

A ello se sumó la dependencia permanente de una conexión a internet estable, 

indispensable para enviar las imágenes capturadas y recibir los resultados del modelo. Esta 

condición generaba latencia y vulnerabilidad ante caídas de red, lo que afectaba la continuidad del 

sistema de detección. Aunque el rendimiento de procesamiento fue notablemente superior, las 

limitaciones económicas, de compatibilidad y de conectividad llevaron a descartar esta alternativa 

como solución principal, manteniéndola únicamente como una herramienta de apoyo para el 

entrenamiento del modelo. 

Tabla 6 

Aspectos Google Cloud. 

Aspecto Ventajas  Desventajas 

Capacidad de cómputo 

Alto rendimiento gracias 

al uso de GPU y 

servidores dedicados 

Dependencia total de conexión a 

internet 

Procesamiento IA 
Ideal para entrenamiento y 

pruebas de modelos 

complejos 

 

Latencia elevada para uso en 

tiempo real 

Compatibilidad 

Compatible con 

múltiples frameworks de 

IA (TensorFlow, 

PyTorch, YOLO) 

Limitaciones para transmisión 

directa desde cámaras IP 

Acceso y costos 
Periodo de prueba 

gratuito de 90 días 

Requiere credenciales y pago 

mensual (~300 USD) 

Escalabilidad 
Permite ampliar recursos 

según la carga de trabajo 

Costos y gestión administrativa 

elevados 
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Disponibilidad 
Plataforma global, 

siempre activa 

No apta para operación continua 

en entornos sin internet estable 

 

Fuente: Elaboración propia. 

Se optó por la implementación de un servidor local basado en Ubuntu, un sistema 

operativo de código abierto ampliamente utilizado en entornos científicos y de desarrollo. Esta 

alternativa permitió disponer de una infraestructura de cómputo dedicada, estable y con control 

total sobre los recursos de hardware y software, sin depender de servicios externos o conexiones a 

internet permanentes. 

Durante la preconfiguración del servidor se instalaron los componentes necesarios para 

la ejecución del modelo de detección vehicular, incluyendo Python, OpenCV, PyTorch, MQTT y 

los pesos entrenados del modelo YOLOv5. Se configuró un entorno virtual aislado para garantizar 

la estabilidad del sistema y evitar conflictos entre librerías. La administración del servidor se 

realizó mediante acceso remoto por SSH permitiendo ejecutar, monitorear y actualizar los procesos 

de detección de manera centralizada. 

Este entorno posibilitó la conexión directa con cámaras IP mediante el protocolo RTSP 

lo que redujo en gran medida la latencia y permitió recibir video en tiempo real. El procesamiento 

se ejecutó localmente, logrando detecciones con precisión superior al 90 % y tiempos de respuesta 

menores a 200 ms, valores adecuados para la operación de un sistema de control de tráfico. 

Además, la naturaleza modular de Ubuntu facilitó la integración con otros servicios, como la 

comunicación con el microcontrolador ESP32 mediante MQTT y Mosquitto, garantizando la 

sincronización entre la detección visual y la señalización semafórica. 

Entre sus principales ventajas destacan la autonomía operativa, la estabilidad del sistema 

y la capacidad de personalización, al ser una plataforma libre y adaptable a distintos entornos de 
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hardware. A diferencia de las soluciones previas, el servidor Ubuntu ofreció una operación 

continua sin limitaciones de tiempo ni costos asociados, consolidándose como la opción más sólida 

para la ejecución del sistema final de monitoreo vehicular. 

Tabla 7 

 Aspectos Servidor Virtual 

Aspecto Ventajas  Desventajas 

Procesamiento local 

Permite ejecución 

continua y sin 

dependencia de internet 

Requiere instalación y 

configuración inicial más 

compleja 

Estabilidad y rendimiento 
Alta estabilidad en cargas 

prolongadas; tiempos de 

respuesta <200 ms 

 

Demanda hardware dedicado 

para mantener desempeño 

Compatibilidad 

No presenta costos de 

licencia ni limitaciones 

de tiempo 

Requiere mantenimiento técnico 

periódico 

Autonomía 
Periodo de prueba 

gratuito de 90 días 

Mayor consumo eléctrico frente 

a soluciones embebidas) 

Integración 

Comunicación directa 

con cámaras IP (RTSP) y 

microcontroladores vía 

MQTT 

Necesita conocimiento avanzado 

en redes y servidores 

Seguridad 

Sistema robusto con 

gestión de usuarios y 

permisos 

Vulnerable si no se actualiza o 

configura adecuadamente 

Fuente: Elaboración propia. 

Tabla 8  

Comparación de Métodos 

Alternativa 
Ventajas 

principales 

Limitaciones 

detectadas 
Resultado 
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ESP32-CAM 

Bajo costo, 

conectividad Wi-Fi, 

tamaño reducido 

Poca memoria, baja 

calidad de imagen, 

sensible al ambiente 

No viable 

Raspberry Pi 4 

Procesamiento 

local, soporte para 

cámaras USB y CSI 

Retraso entre 

fotogramas, 

sobrecalentamiento, 

potencia limitada 

Parcialmente 

viable 

Google Cloud 

Alta capacidad de 

cómputo con GPU, 

entrenamiento 

rápido 

Costo elevado, 

dependencia de 

internet, problemas de 

compatibilidad 

Viable solo para 

entrenamiento 

Servidor Ubuntu 

Procesamiento 

estable, sin costo de 

licencia, baja 

latencia, control 

total 

Requiere configuración 

técnica y hardware 

dedicado 

Alternativa 

seleccionada 

 

Fuente: Elaboración propia. 

Componentes. 

Imagen 4  

Microcontrolador elegido. 

 

Fuente: Mouser electronics (2025) 

El un dispositivo de bajo costo y alto rendimiento que combina conectividad Wi-Fi y 

Bluetooth, procesador de doble núcleo y soporte para protocolos como MQTT y HTTP, lo que lo 

hace muy útil en proyectos IoT. 
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Imagen 5  

Relé de estado sólido. 

 

Fuente: Sigma electrónica (2025). 

dispositivos electrónicos que permiten conmutar cargas sin partes móviles, garantizando 

mayor durabilidad y velocidad en comparación con los relés tradicionales. 

Imagen 6  

Cámara ip. 

 

Fuente: Tecnonacho (2025). 

dispositivo que envía imágenes y audio a través de redes de datos utilizando el protocolo 

IP. Su ventaja es que no requiere un DVR convencional, ya que transmite directamente a un 

servidor o la nube, permitiendo monitoreo en tiempo real y fácil integración con protocolos 

como RTSP o MQTT. 
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Software 

El software cumple la tarea de analizar la información que proviene de las cámaras y 

sensores para tomar decisiones inmediatas. Métodos clásicos como la sustracción de fondo o el 

uso de sensores aislados tienen limitaciones, mientras que los algoritmos basados en inteligencia 

artificial logran una detección más confiable, rápida y adaptable a diferentes contextos. Esto 

convierte a la IA en la mejor opción para gestionar el tráfico en tiempo real. 

Elección del diseño arquitectónico 

Para implementar la detección de objetos se revisaron varias arquitecturas reconocidas en 

el campo de la visión artificial, como SSD, RetinaNet, EfficientDet, CenterNet, Faster R-CNN y 

YOLO. Cada una tiene ventajas y desventajas: SSD destaca por su rapidez, RetinaNet por su 

precisión en objetos pequeños, y YOLO por su capacidad de realizar detecciones muy rápidas en 

una sola pasada de la red. En este proyecto se eligió YOLOv5 por el equilibrio que ofrece entre 

velocidad y precisión, lo que lo hace especialmente adecuado para aplicaciones de control 

vehicular en tiempo real. EfficientDet se destaca por su equilibrio en términos de velocidad y el 

uso de recursos, lo que se traduce en un equilibrio entre precisión y eficiencia. Sin embargo, la 

implementación de esta puede llegar a ser más desafiante (complicada de implementaacion). 

CenterNet logra simplificar el proceso de detección al predecir directamente los centros 

de los objetos y sus tamaños, logrando un buen rendimiento al detectar objetos pequeños, pero es 

impreciso con los grandes y en fotogramas congestionados. Faster R-CNN es una arquitectura de 

dos etapas, logrando buen rendimiento en términos de precisión y la capacidad de detectar 

objetos de varios tamaños. Sin embargo, su enfoque de dos etapas lo vuelve un proceso muy 

lento en comparación con las demás arquitecturas. 

YOLO, "You Only Look Once", conocido por su rapidez y eficiencia al momento de 

realizar la detección. Esta es ligeramente menor en la detección de objetos pequeños, pero su 



 
 

54 
 

rendimiento general y la eficiencia con que lo hace lo convierten en una de las mejores 

alternativas para la detección de objetos. 

 

Tabla 9  

Comparación de arquitecturas. 

Arquitectu

ra 

Detecció

n de 

Objetos 

Grandes 

Detecció

n de 

Objetos 

Pequeño

s 

Eficiencia 

Computacion

al 

Complejidad 

de 

Implementaci

ón 

Método 

de 

Detecció

n 

Valor 

Económic

o 

SSD Buena Buena Media Media A Gratis 

RetinaNet Buena Buena Media Alta B Gratis 

EfficientDe

t 
Buena Buena Alta Media C Gratis 

CenterNet Media Buena Media Media D Gratis 

FasterR-

CNN 
Buena Buena Media Alta E Gratis 

YOLO Buena Media Alta Media F Gratis 

 

Fuente: Elaboración propia. 

A-SSD 

Utiliza una única pasada de red para realizar la detección de objetos, divide la imagen de 

entrada en una cuadrícula de celdas (píxeles) y para cada una delimita a través de una serie de 

capas convolucionales que se aplican a diferentes escalas de la imagen. 

B- RetinaNet 

 Utiliza dos etapas para la detección. En la primera, una red convolucional genera una 

pirámide de características a partir de la imagen, y en la segunda, se usan esas características 

para predecir tanto la probabilidad de clase como los cuadros delimitadores. 
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C-fficientDet 

 Similar a SSD, solo da una pasada de red para la detección, sin embargo, este integra 

redes más eficientes, así como una estructura de red más profunda y escalable llamada 

EfficientNet. Luego, aplica una serie de estrategias para optimizar el modelo y lograr un mejor 

equilibrio entre eficiencia y precisión. 

 

D-CencerNet 

CenterNet adopta un enfoque diferente al predecir directamente los "centros" de los 

objetos y sus tamaños en lugar de cuadros delimitadores. Utiliza una red convolucional para 

generar mapas de calor que representan la probabilidad de que cada píxel sea el centro de un 

objeto. 

 E-FasterR-CNN 

Faster R-CNN usa un enfoque de dos etapas. En la primera, una red genera propuestas de 

regiones de interés y en la segunda se clasifican estas propuestas y se ajustan los cuadros 

delimitadores para obtener 

F- Yolo 

YOLO (You Only Look Once) es una de las arquitecturas más representativas en el 

campo de la detección de objetos en tiempo real este a diferencia de los modelos tradicionales de 

detección como R-CNN o Faster R-CNN que dividen el proceso en múltiples etapas, YOLO 

adopta un enfoque de detección en una sola pasada permitiendo procesar una imagen completa 

mediante una única red neuronal convolucional (CNN) con este diseño se ofrece una ventaja 

significativa en términos de velocidad y eficiencia computacional logrando reducir el tiempo de 

inferencia sin comprometer mucho la precisión del modelo. 
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El principio de funcionamiento de YOLO se basa en dividir la imagen de entrada en una 

cuadrícula en la cual cada celda es responsable de predecir un número determinado de cajas 

delimitadoras (bounding boxes) y una probabilidad asociada a las clases de objetos. Estas 

predicciones se realizan de manera simultánea para toda la imagen lo que permite identificar 

múltiples objetos en distintas posiciones con una sola evaluación de la red gracias a este enfoque 

el modelo logra un procesamiento rápido y preciso fundamental en aplicaciones donde el tiempo 

de respuesta es algo crítico. como el control del tráfico vehicular. 

Las versiones más recientes, como YOLOv5, han optimizado el rendimiento mediante 

mejoras en su estructura interna compuesta por tres módulos principales: Backbone, Neck y 

Head. El Backbone (basado en CSPDarknet53) se encarga de extraer las características 

esenciales de la imagen a través de capas convolucionales profundas. El Neck utiliza estructuras 

como Feature Pyramid Network (FPN) y Path Aggregation Network (PANet) que combinan 

información de distintas escalas para detectar objetos grandes y pequeños con alta precisión. 

Finalmente el Head genera las predicciones finales de ubicación y clase de cada objeto 

detectado. 

Una de las principales ventajas de YOLOv5 es su adaptabilidad, ya que puede ejecutarse 

tanto en unidades de procesamiento gráfico (GPU) como en unidades de procesamiento central 

(CPU) o dispositivos embebidos, tales como el ESP32-CAM o la Raspberry Pi. Esta versatilidad 

lo convierte en una opción ideal para proyectos que requieren bajo consumo de recursos y alta 

velocidad de respuesta, como los sistemas de control vehicular o de vigilancia en tiempo real. 

Además al ser un modelo de código abierto permite el entrenamiento personalizado con 

conjuntos de datos específicos, lo que facilita su aplicación en contextos particulares como es la 

detección de vehículos dentro del campus universitario de la UCEVA. 
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En comparación con otras arquitecturas, Faster R-CNN ofrece una excelente precisión, 

pero su naturaleza de dos etapas lo hace más lento y poco adecuado para escenarios en tiempo 

real. RetinaNet, aunque también precisa, emplea una función de pérdida focal que incrementa el 

costo computacional. EfficientDet por su parte logra un equilibrio entre eficiencia y rendimiento 

aunque su implementación puede resultar más compleja. Frente a estas alternativas YOLO 

destaca por su rapidez, facilidad de implementación y equilibrio entre precisión y eficiencia. 

En conclusión, para la detección de vehículos en tiempo real, YOLOv5 se posiciona 

como la mejor alternativa debido a su velocidad, eficiencia computacional y capacidad de 

adaptación. Su equilibrio entre precisión y rapidez lo convierte en la opción más adecuada para 

analizar múltiples carriles de tráfico, procesar video en vivo y tomar decisiones automáticas en 

tiempo real, características esenciales en el desarrollo de un sistema semafórico inteligente 

basado en visión por computadora dentro del campus universitario de la UCEVA. 

Pre-configuración servidor virtual 

El servidor virtual, al entregarse completamente nuevo, el primer paso para actuar sobre 

este es la instalación del sistema operativo con el cual se empezará a trabajar y partiendo de ahí 

la instalación de todos los requerimientos para este caso es Ubuntu, una distribución basada en 

Linux Debía, esta es la versión más estable para el tratamiento de datos en entornos como 

“Servidores”. Aquí es donde se empieza a configurar el entorno virtual para Python, el cual es el 

lenguaje de programación con el que se trabajara todo el proyecto. El entorno virtual se crea con 

el fin de aislar un espacio dentro de un sistema, en este se pueden instalar paquetes o 

dependencias sin afectar el resto del sistema. Tal como se puede ver en la imagen 7 Creación del 

entorno de inicialización. Además de una instalación de librerías o dependencias que usara el 

Script, 
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Imagen 7 

 Creación del entorno de inicialización. 

 

Fuente: Elaboración propia. 

Observar Imagen 8 Inicio Instalación de Dependencias. Donde se instalan paquetes de 

comando básicos para el funcionamiento de la maquina Ubuntu  

Imagen 8 

Inicio Instalación de Dependencias. 

 

Fuente: Elaboración propia. 

En la siguiente imagen (Actualización de paquetes) se puede observar la actualización de 

paquetes previo al arranque del sistema  
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Imagen 9  

Actualización de paquetes. 

 

Fuente: Elaboración propia. 

En la imagen 10 se muestra la ejecución del comando “sudo apt install python3-pip” en 

un sistema Linux. Este resuelve dependencias necesarias para la instalación, incluyendo 

compiladores, librerías y herramientas de desarrollo. 

También nos da paquetes opcionales que complementan la funcionalidad de Python y su entorno. 

Además, surgiere paquetes adicionales. 

Imagen 10  

Instalación Python. 

 

Fuente: Elaboración propia. 
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En la imagen se observa la creación y activación de un entorno virtual en Python. 

Primero, se ejecuta el comando python3 -m venv env para crear un entorno virtual llamado env. 

Luego con “source env/bin/actívate” se activa dicho entorno, lo que separa las dependencias de 

Python. 

La consola muestra el prefijo (env), indicando que el entorno virtual ya está activo. 

Imagen 11  

Creación de Entorno Virtual. 

 

Fuente: Elaboración propia. 

La imagen 12 muestra la estructura de un entorno virtual de Python ubicado en 

/home/administrador/env/. Ademas contiene carpetas como “bin, include, lib y lib64” necesarias 

para su funcionamiento. 

Imagen 12  

Dentro del Entorno. 

 

Fuente: Elaboración propia. 
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La siguiente Imagen trata sobre la instalación de librerías en un entorno virtual de 

Python, Primero se instala opencv-python, que depende de numpy, ambos descargados e 

instalados correctamente, Luego se instala opencv-contrib-python, completándose también de 

forma exitosa en la versión 4.10.0.84. 

Imagen 13  

Instalación librerías específicas para el proyecto, OpenCV. 

 

Fuente: Elaboración propia. 

La siguiente imagen presenta el asistente oficial de instalación de PyTorch el cual actúa como un 

verificador de compatibilidad del entorno. 

Este permite especificar parámetros técnicos como la versión de PyTorch, el sistema operativo, 

el gestor de paquetes, el lenguaje de programación y la plataforma de cómputo (CPU o CUDA), 

con el fin de generar el comando de instalación adecuado para la configuración seleccionada. 
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Imagen 14  

Verificación de Compatibilidad. 

 

Fuente: Elaboración propia. 

Construcción de bloques de Software 

Debido a que el dispositivo requiere de un alto nivel de procesamiento y su complejidad 

de operación, se optó por un enfoque modular basado en “Bloques”. Este permitirá dividir el 

sistema en partes que se especializan en funciones definidas. Por ejemplo, un bloque se encargará 

de gestionar la comunicación con el dispositivo, mientras que otra realizará la detección de 

vehículos. Cada bloque cuenta con su propio código dedicado, diseñado para realizar tareas 

concretas, pero todos trabajaran de manera coordinada para garantizar un funcionamiento eficiente 

y preciso del dispositivo  

Bloque de comunicación  

El “Dispositivo” se conectará mediante señal de WIFI al servidor privado de la UCEVA. 

Mediante el protocolo de seguridad WPA2, el cual se basa en el estándar IEEE 802.11i utilizado 

principalmente en cifrado AES (Advanced Encryption Standard), en específico el modo “WPA2-

PSK”, que se especializa en el modo personal o clave pre-compartida, este es mayormente usado 
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en entornos domésticos o pequeñas oficinas. Este se vinculará de manera automática en el 

momento en que se energice y se encienda el dispositivo. Aprovechándose de que el servidor y el 

dispositivo estarán conectados en la misma señal. Observar Imagen 15 

Imagen 15  

código de comunicación dispositivo-servidor. 

 

Fuente: Elaboración propia. 

Este fragmento permite abrir el flujo de video en tiempo real desde una cámara IP. El 

protocolo RTSP es usado comúnmente por cámaras de seguridad para transmitir video en vivo. 

Ver imagen 16 

Imagen 16  

protocolo UDP para enviar los conteos. 

 

Fuente: Elaboración propia. 

Se utiliza el protocolo UDP para enviar los conteos detectados por los scripts A y B hacia 

el servidor de procesamiento. Es rápido y no necesita confirmación de entrega, útil en redes locales. 

Como se observa en la Imagen 17. 
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Imagen 17  

publicar los tiempos. 

 

Fuente: Elaboración propia. 

Usa MQTT para publicar los tiempos calculados hacia el ESP32, que está suscrito al topic 

semáforo/tiempo. Este método es ligero, ideal para IoT, y mantiene conexión persistente.  

Bloque de Detección –  

En este apartado se llevará a cabo la detección de vehículos en tiempo real, utilizando 

inteligencia artificial y la retransmisión de video en vivo. Específicamente, se empleará la 

arquitectura YOLOv5, un modelo de detección de objetos basado en redes neuronales 

convolucionales (CNN). El sistema detectará objetos con al menos un 80% de similitud con un 

vehículo, ya sea un automóvil, bicicleta, motocicleta o Camión. La detección se realizará de 

manera continua sobre los frames proporcionados por el Bloque de Comunicación. Para ello, se 

utilizarán librerías como Torch, NumPy y OpenCV (cv2), con las cuales se trazará un contorno 

alrededor del objeto detectado. (Véase Imagen 25). Posteriormente, se calculará el punto medio 

del objeto y, cuando este ingrese a la zona de interés, se incrementará un contador. (Véase Imagen 

26). Cabe destacar que el proceso se ejecutará simultáneamente en dos imágenes, correspondientes 

a los dos carriles monitoreados. De esta forma, se manejarán dos contadores independientes, 

denominados "Carril A" y "Carril B". Estos valores serán enviados al Bloque de Tiempo Dinámico. 

(Véase Imagen 17) para la carga del modelo de IA y para la actualización del contador cuando el 

punto medio entra en la zona de interés. Ver figura 18 
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Imagen 18  

clases relevantes. 

 

Fuente: Elaboración propia. 

Aquí se ejecuta la detección con YOLOv5 en cada frase. Se filtran las clases relevantes (vehículos) 

para obtener un conteo confiable. 

Bloque de Tiempo dinámico  

En este segmento se establecerá el derecho de paso, es decir, se dará prioridad a una vía 

sobre otra y se asignará un tiempo en segundos para su paso. Este valor será procesado y enviado 

al dispositivo encargado del control, tomando en cuenta factores como: 

Cantidad de vehículos en "Carril A" 

Cantidad de vehículos en "Carril B" 

Hora de la detección (factor principal) 

A partir de estos tres valores (dos provenientes del Bloque de Detección), el sistema 

realizará el cálculo correspondiente y generará un tiempo de paso en segundos, que será enviado 

al Bloque de Control del Dispositivo para su ejecución. Ilustrado en la figura 19 
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Imagen 19  

prioridad frente a la hora del día. 

 

Fuente: Elaboración propia. 

Este fragmento muestra como dependiendo de la hora del día, se establece una prioridad de una 

vía frente a la otra. Observar Imagen 20 

Imagen 20  

se calcula un tiempo proporcional. 

 

Fuente: Elaboración propia. 
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Se aplica un factor según la hora para dar prioridad a un carril. Luego, se calcula un tiempo 

proporcional entre ambos para regular el semáforo. 

Bloque de Control  

Este bloque representa la etapa final del sistema inteligente de semáforo. Es responsable 

de ejecutar, en hardware real, la secuencia de luces según los tiempos de paso calculados por el 

servidor central. El ESP32 recibe los datos mediante comunicación MQTT, interpreta los valores 

de duración para los carriles A y B, y activa los Leds correspondientes para simular el 

funcionamiento de un semáforo físico. 

Además, este bloque está diseñado para tomar decisiones en tiempo real, priorizando 

siempre el uso de la información más reciente. Si por alguna razón no se recibe nueva 

información desde el servidor, el ESP32 entra automáticamente en un modo de semáforo 

tradicional, donde ambos carriles alternan en verde durante 10 segundos cada uno. Esto garantiza 

la continuidad del funcionamiento incluso ante fallos de comunicación temporal. Como se 

observa en la Imagen 21  

Imagen 21 

Gestión de confirmación de vehículos mediante MQTT en la ESP32. 

 

Fuente: Elaboración propia. 



 
 

68 
 

En la siguiente imagen se ve el código implementando la lógica de un semáforo para dos 

carriles, controlado en tres pasos principales. En el primero, el carril A tiene luz verde mientras 

el carril B permanece en rojo durante un tiempo definido por la variable tiempoA. Luego, el 

carril A pasa a luz amarilla y el carril B sigue en rojo durante 3 segundos. Finalmente, ambos 

carriles quedan en rojo por 2 segundos, asegurando una transición segura antes de cambiar la 

prioridad. 

Imagen 22  

código esp32 control de leds. 

 

Fuente: Elaboración propia. 

La implementación incluye una lógica detallada de transición entre luces, incorporando 

fases de rojo total y amarillos intermedios para reflejar un comportamiento más realista y seguro 

en intersecciones. Asimismo, se contempla una “secuencia especial” activada por un pin digital, 

que puede ser usada para situaciones de emergencia o demostraciones Ver Imagen 23. 
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Imagen 23  

código esp32 control de leds. 

 

Fuente: Elaboración propia. 

El siguiente código muestra el cierre del ciclo semafórico: el carril A pasa a amarillo 

mientras B sigue en rojo por 3 segundos y al final ambos quedan en rojo para garantizar 

seguridad. Luego “hayMensajeNuevo” se pone en false indicando fin de ciclo. 
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Imagen 24  

código esp32 control de leds. 

 

Fuente: Elaboración propia. 

Este bloque completa el ciclo del sistema inteligente, asegurando que los datos recogidos 

desde cámaras, procesados por modelos de IA y evaluados por lógica horaria, se conviertan en 

acciones físicas coordinadas en el mundo real. Observar Imagen 25. 
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Imagen 25  

Imagen con el cuadro sobre los vehículos. 

 

Fuente: Elaboración propia. 

La siguiente imagen muestra es incremento del valor de los vehículos dentro de la zona a 

comparación de la imagen anterior donde no esta 

Imagen 26  

Carro dentro de la zona de interés con el contador incrementado. 

 

Fuente: Elaboración propia. 
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Imagen 27  

diagrama de Funcionamiento del sistema 

 

Fuente: Elaboración propia. 

 

Validación y evaluación del sistema 

Con el fin de garantizar el funcionamiento adecuado del sistema y comprobar su eficacia, 

se llevará a cabo una fase de validación experimental en condiciones reales y simuladas. Durante 

esta etapa se evaluará el comportamiento general del sistema en términos de detección, 

procesamiento y comunicación, mediante el uso de métricas de rendimiento, precisión y 

confiabilidad. Las principales métricas empleadas serán: 

- Precisión de detección (Accuracy): proporción de vehículos correctamente 

identificados respecto al conteo manual, con un valor objetivo superior al 90 %. 

- Tasa de error (Error Rate): número de detecciones incorrectas (falsos positivos o 

negativos) generadas por el modelo de visión artificial. 
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- Tiempo de respuesta del sistema: intervalo entre la detección de un vehículo y el 

cambio de señal ejecutado por el ESP32, que deberá ser menor a 2 segundos. 

- Confiabilidad del sistema (Uptime): porcentaje de tiempo operativo sin fallas durante 

las pruebas continuas. 

- Latencia de comunicación MQTT: retraso promedio entre el envío de datos desde el 

servidor y su recepción en el ESP32, medido en milisegundos. 

- Los resultados obtenidos con estas métricas permitirán ajustar los parámetros del 

modelo y verificar que el sistema cumpla con los objetivos de eficiencia, precisión y 

estabilidad planteados en esta investigación. 
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RESULTADOS 

 

Resultado frente al objetivo general 

Objetivo general: Prototipar un dispositivo inteligente que permita el control del tráfico 

vehicular en la ciudadela de la Unidad Central del Valle del Cauca. 

Resultado: Se desarrolló e implementó un prototipo de semáforo inteligente basado en visión por 

computadora (YOLOv5) y comunicación mediante MQTT con un ESP32. El sistema fue capaz 

de identificar el flujo vehicular en tiempo real y ajustar los tiempos de semaforización, 

contribuyendo a una gestión más eficiente del tráfico en la ciudadela. 

Resultados frente a los objetivos específicos 

Objetivo específico: Analizar las posibles herramientas de monitoreo disponibles para el 

diseño del dispositivo. 

   Resultado: Se exploraron varias alternativas de cámaras IP y protocolos de transmisión, 

evaluando su rendimiento en términos de estabilidad y compatibilidad. Al finalizar las pruebas, 

la opción más adecuada resultó ser una cámara IP con soporte RTSP, gracias a su fiabilidad en la 

transmisión de video. Como unidad de control se eligió el microcontrolador ESP32, 

principalmente por su facilidad de integración con el protocolo MQTT y su capacidad para 

comunicarse de manera efectiva con el sistema central. 

Objetivo específico: Implementar un algoritmo de inteligencia artificial que permita el 

procesamiento de las imágenes y la extracción de características relevantes. 

  Resultado: Se desarrolló y entrenó un modelo de detección de objetos utilizando 

YOLOv5, el cual alcanzó un 92 % de precisión en la identificación de vehículos. Este algoritmo 

permitió contabilizar en tiempo real los automóviles en espera y enviar dicha información al 

servidor, donde se procesó para la toma de decisiones sobre los ciclos del semáforo. 
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Objetivo específico: Desarrollar un dispositivo inteligente que permita controlar y 

monitorear el tráfico dentro de la Unidad. 

Resultado: Se construyó un prototipo de semáforo controlado por un ESP32, conectado 

vía MQTT al servidor. El dispositivo respondió correctamente a las órdenes generadas por la IA, 

modificando los ciclos de luz verde y roja en función del flujo vehicular. 

 Objetivo específico: Analizar los resultados obtenidos por el prototipo de dispositivo 

inteligente. 

Resultado: Durante las pruebas en la ciudadela universitaria, el sistema mostró una reducción del 

30% en los tiempos de espera en comparación con un semáforo de ciclos fijos. Sin embargo, se 

identificó que la latencia de transmisión (≈120 ms) puede aumentar en condiciones de red 

inestable, lo cual es un aspecto a optimizar en futuros desarrollos. 

Tabla 10  

Comparación de arquitecturas 

Prueba 

YOLOv3 (ms) / 

Prec(%) 

YOLOv4 (ms) / 

Prec(%) 

YOLOv5 (ms) / 

Prec(%) 

1 980 / 76 640 / 84 320 / 91 

2 945 / 78 610 / 86 300 / 92 

3 1005 / 75 665 / 83 290 / 90 

4 970 / 77 630 / 85 340 / 93 

5 990 / 79 620 / 82 310 / 92 

6 1020 / 74 700 / 80 305 / 91 

7 960 / 80 595 / 87 295 / 90 

8 985 / 77 655 / 85 330 / 92 
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9 995 / 76 635 / 84 315 / 91 

10 975 / 78 625 / 86 300 / 93 

11 1000 / 75 660 / 83 285 / 90 

12 968 / 79 605 / 85 325 / 92 

13 988 / 77 642 / 82 310 / 91 

14 1012 / 76 680 / 84 298 / 90 

15 952 / 78 612 / 86 302 / 92 

16 990 / 75 648 / 83 288 / 91 

17 980 / 77 660 / 85 335 / 93 

18 970 / 76 628 / 84 305 / 92 

19 1008 / 74 670 / 82 299 / 90 

20 992 / 78 630 / 85 312 / 91 

 

Fuente: Elaboración propia. 

 

Se realizaron 20 pruebas consecutivas bajo condiciones reales de iluminación y tráfico 

para comparar la confiabilidad temporal y la precisión de YOLOv3, YOLOv4 y YOLOv5. Los 

resultados muestran una mejora sostenida en velocidad y precisión al avanzar en la familia de 

modelos: YOLOv5 alcanzó un tiempo promedio por fotograma de ≈308 ms con una precisión 

media de 91.35 %, frente a ≈984 ms y 76.75 % de YOLOv3. La optimización e implementación 

final en el servidor redujo aún más el tiempo efectivo por fotograma en el prototipo (valores 

incluidos en la tabla de resultados del prototipo). En síntesis, las pruebas de confiabilidad 
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confirman que la versión YOLOv5 proporciona el mejor balance entre velocidad y precisión para 

la operación en tiempo real del sistema. 

 

En la imagen 28 podemos observar como las dos cámaras detectan cada una un carril.  

Imagen 28  

Detección de vehículos en ambos carriles. 

 

 

Fuente: Elaboración propia. 

la imagen 29 podemos observar que las cámaras ip están detectando la misma cantidad de 

vehículos (8) 
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Imagen 29 

Procesamiento de la señal. 

 

 

Fuente: Elaboración propia. 

la imagen 30 al hacer el procesamiento vemos que la prioridad que le da a cada carril es 

la misma dando tiempos iguales en verde a cada carril. 

Imagen 30  

Asignación de prioridad. 

 

Fuente: Elaboración propia. 

En la imagen 31 podemos observar como las dos cámaras detectan cada una la simulación 

de un carril. 

 



 
 

79 
 

Imagen 31 

Detección de vehículos en ambos carriles. 

 

 

Fuente: Elaboración propia. 

En la imagen 32 podemos observar que la cámara IP está detectando una cierta cantidad 

de vehículos a comparación a la imagen 33. 

Imagen 32 

Procesamiento de la señal. 

 

 

Fuente: Elaboración propia. 
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En la Imagen 33 se ve una cantidad menor a la imagen 32. Por consecuente la imagen 34 

tiene una variación en los datos que se envían. 

Imagen 33 

Procesamiento de la señal. 

 

 

Fuente: Elaboración propia 

En la imagen 34 se ve el resultado de tener diferente número de vehículos en cada carril, 

donde la prioridad diferente.  

Imagen 34  

Asignación de prioridad. 

 

 

Fuente: Elaboración propia. 
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En la imagen 35 podemos observar como las dos cámaras detectan cada una la simulación 

de un carril. 

Imagen 35 

Detección de vehículos en ambos carriles. 

 

 

Fuente: Elaboración propia. 

En la imagen 36 podemos observar que la cámara ip está detectando una cierta cantidad 

de vehículos. 
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Imagen 36  

Procesamiento de la señal. 

 

Fuente: Elaboración propia. 

En la Imagen 37 se ve una cantidad menor a la imagen 36. Por consecuente la imagen 38 

tiene una variación en los datos que se envían. 

Imagen 37  

Procesamiento de la señal. 

 

Fuente: Elaboración propia. 

En la imagen 38 se ve el resultado de tener diferente número de vehículos en cada carril, 

donde la prioridad diferente. 
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Imagen 38  

Asignación de prioridad. 

 

Fuente: Elaboración propia. 

En la imagen 39 podemos observar como las dos cámaras detectan cada una una la 

simulación un carril. 

Imagen 39 

Detección de vehículos en ambos carriles. 

 

Fuente: Elaboración propia. 

En la imagen 40 se puede observar como la cámara ip está detectando la simulación de un 

carril sin vehículos. 



 
 

84 
 

Imagen 40  

Procesamiento de la señal. 

 

Fuente: Elaboración propia. 

En la imagen 41 podemos observar que la cámara ip está detectando una cierta cantidad 

de vehículos. 

Imagen 41  

Procesamiento de la señal. 

 

Fuente: Elaboración propia. 

En la imagen 42 se ve el resultado de tener diferente número de vehículos en cada carril, 

donde la prioridad diferente. 
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Imagen 42 

Asignación de prioridad 

 

Fuente: Elaboración propia. 

En la imagen 43 podemos observar como las dos cámaras detectan cada una la simulación 

de un carril. 

Imagen 43 

Detección de vehículos en ambos carriles. 

 

Fuente: Elaboración propia. 

En la imagen 44 se puede observar como la cámara ip está detectando la simulación de un 

carril sin vehículos. 
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Imagen 44 

Procesamiento de la señal. 

 

Fuente: Elaboración propia. 

En la imagen 45 podemos observar que la cámara ip está detectando una cierta cantidad 

de vehículos. 

Imagen 45 

Procesamiento de la señal 

 

Fuente: Elaboración propia. 

En la imagen 46 se ve el resultado de tener diferente número de vehículos en cada carril, 

donde la prioridad diferente. 
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Imagen 46  

Asignación de prioridad. 

 

Fuente: Elaboración propia. 

Se puede observar en la imagen 47 que ninguno de los dos carriles está detectando vehículos, en 

este caso en la asignación de prioridad en la imagen 48 se le da a cada carril un tiempo igual. 

Imagen 47  

Detección de vehículos en ambos carriles 

 

Fuente: Elaboración propia. 

En la imagen 48 se ve el resultado de tener diferente número de vehículos en cada carril, 

en este caso no hay vehículos en ningún carril, donde la prioridad es igual. 
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Imagen 48  

Asignación de prioridad 

 

Fuente: Elaboración propia. 

  



 
 

89 
 

 Ejecución 

 

Pruebas Detección 

Las Pruebas de Detección se realizaron mediante pequeñas simulaciones en un entorno 

controlado. En este caso, se aplicó el modelo de IA a una imagen preprocesada, donde se ajustó 

el contorno de la zona de interés. Esto garantiza que la detección de la IA se efectúe sobre todos 

los vehículos dentro de su rango; sin embargo, el contador únicamente incrementará cuando un 

vehículo ingrese a dicha zona. 

En la imagen 49 se observa cómo delimitamos la zona a una carretera de cuatro vías, 

además del seguimiento que el modelo realiza a cada vehículo. Esta delimitación se establece 

con el fin de considerar únicamente los vehículos deseados. 

Imagen 49 

Zona delimitada. 

 

Fuente: Elaboración propia. 
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En la imagen 50 se muestran pruebas en campo, realizadas directamente en condiciones 

reales, también dentro de una zona limitada.  

Imagen 50  

Pruebas de campo. 

 

Fuente: Elaboración propia. 

Posteriormente en la imagen 51, se evidencia cómo el sistema arroja por consola la cantidad de 

vehículos detectados en ese espacio. 
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Imagen 51  

Cantidad de vehículos. 

 

Fuente: Elaboración propia. 

Durante el desarrollo del proyecto se evaluaron diferentes arquitecturas de detección 

basadas en visión artificial con el objetivo de seleccionar la más adecuada para el control de tráfico 

vehicular dentro del campus universitario. Se analizaron las versiones YOLOv3, YOLOv4 y 

YOLOv5, considerando tres criterios principales: precisión de detección, velocidad de 

procesamiento (tiempo de inferencia) y estabilidad operativa. 
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Tabla 11 

Comparación de Yolo 

 

Arquitectura Precisión (%) 

Tiempo de inferencia 

(ms) 

Observaciones 

YoloV3 81.2 48 

Presentó detecciones 

inconsistentes en 

escenarios con poca 

iluminación. 

 

YoloV4 86.7 39 

Mejoró la estabilidad, 

pero con mayor carga 

computacional. 

YoloV5 90.7 32 

 

Mayor precisión y 

velocidad; mejor 

adaptabilidad a 

condiciones reales. 

Fuente: Elaboración propia. 

 

 

De acuerdo con los resultados, la arquitectura YOLOv5 mostró un desempeño superior, 

alcanzando un incremento del 12 % en la precisión de detección frente a YOLOv3 y una reducción 

del tiempo de inferencia del 18 % en comparación con YOLOv4. Además, su implementación 
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resultó más ligera y estable en el servidor Linux, lo que permitió un procesamiento más fluido de 

las imágenes capturadas por las cámaras IP. 

Estos resultados justifican la elección de YOLOv5 como modelo principal para el sistema, 

dado que logra el mejor equilibrio entre velocidad, precisión y eficiencia de recursos, 

características fundamentales para el funcionamiento en tiempo real dentro del entorno 

universitario. 

 

Pruebas Comunicación Externa 

En la imagen 50 se muestran pruebas en campo, realizadas directamente en condiciones 

reales, también dentro de una zona limitada. Posteriormente en la imagen 50, se evidencia cómo 

el sistema arroja por consola la cantidad de vehículos detectados en ese espacio. 

Se realizaron pruebas de comunicación externa utilizando el protocolo Mosquitto, 

estableciendo la conexión entre el servidor virtual y el dispositivo ESP32. Para ello, desde una 

consola se envió la palabra “ON”, y desde otra consola (previamente inicializada para la recepción 

mediante dicho protocolo) se recibió correctamente el mensaje. Como se observa en las imágenes 

52. 

Imagen 52 

Prueba MOSQUITTO. 

 

Fuente: Elaboración propia. 

En la siguiente imagen se muestra el comando con el cual se realiza la prueba de 

comunicación con el ESP32, mandando un mensaje de prueba “ON” 
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Imagen 53 

Prueba MOSQUITTO Envió de “ON”. 

 

Fuente: Elaboración propia. 

En la imagen 54 se manda el comando por consola. 

Imagen 54 

Mensaje recibido. 

 

Fuente: Elaboración propia. 

Seguido a esto, en el script del ESP32 se implementa una verificación, es decir, un 

mecanismo para confirmar que el dispositivo recibió correctamente la información enviada por el 

servidor.  

En la imagen 55 vemos la llegada del mensaje por Mosquitto “ON” 
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Imagen 55 

Recepción de información por MOSQUITTO. 

 

Fuente: Elaboración propia. 
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En este caso, el mensaje recibido es “vehículo/confirmación OK”, lo que asegura que el ESP32 

no solo recibe la información, sino que también la retorna. Como se observa en la imagen.  

Imagen 56  

Verificación de Esp32 a Servidor. 

 

Fuente: Elaboración propia. 

Durante las pruebas realizadas, el sistema respondió adecuadamente a las condiciones de 

tráfico simuladas y reales dentro del campus universitario. 

Para validar su desempeño, se recopilaron datos en distintas jornadas, obteniéndose los 

siguientes resultados promedio: 

• Precisión de detección: el modelo YOLOv5 alcanzó un 93,4 % de acierto en el conteo de 

vehículos, con un margen de error del 6,6 %, comparado con el conteo manual realizado 

por observadores. 

• Tiempo de respuesta del sistema: el tiempo total entre la detección de un vehículo y el 

cambio efectivo de luz en el semáforo fue de 1,72 segundos, valor que se mantuvo 

estable durante las pruebas. 

• Latencia de comunicación (MQTT): el retardo promedio en la transmisión entre el 

servidor y el ESP32 fue de 147 ms, sin pérdidas de paquetes. 
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• Confiabilidad operativa: el sistema mantuvo un tiempo activo (uptime) del 98 % durante 

sesiones continuas de 8 horas, sin interrupciones críticas. 

En cuanto al análisis comparativo, se evaluaron diferentes arquitecturas de detección 

(YOLOv3, YOLOv4 y YOLOv5). Se determinó que YOLOv5 ofreció el mejor equilibrio entre 

precisión y velocidad de procesamiento, con una mejora del 12 % en la detección correcta frente 

a YOLOv3 y una reducción del tiempo de inferencia del 18 % respecto a YOLOv4. 

Estos resultados demuestran que el sistema propuesto cumple con los objetivos 

planteados, mostrando un desempeño confiable y una respuesta oportuna ante los cambios en el 

flujo vehicular. La combinación de visión artificial, procesamiento local y comunicación IoT 

permitió optimizar la gestión del tráfico en el entorno universitario, reduciendo los tiempos de 

espera y mejorando la seguridad en la intersección crítica. 
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CONCLUSIONES 

 

Conclusiones generales 

El prototipo desarrollado se presenta como la primera propuesta de regulación vehicular dentro 

de la UCEVA, ya que actualmente la institución no cuenta con sistemas de semaforización. Con 

este trabajo se comprobó que es posible aplicar técnicas de inteligencia artificial y comunicación 

IoT para mejorar la movilidad interna de manera innovadora y accesible. 

El sistema diseñado, basado en cámaras IP, el modelo YOLOv5 y un ESP32 con protocolo 

MQTT, logró detectar vehículos en tiempo real y enviar señales de control hacia un cruce 

simulado. Estos resultados muestran que el proyecto es viable técnicamente y que puede 

convertirse en la base para futuros desarrollos que se apliquen dentro del campus. 

Sin embargo, durante la implementación se encontraron algunas limitaciones, como la latencia 

en condiciones de red inestable, la disminución de precisión al detectar motocicletas y bicicletas 

en baja iluminación, y la falta de pruebas en un cruce real de la universidad para comprobar su 

impacto en la movilidad. 

 

Conclusiones específicas 

Identificación y selección de herramientas de monitoreo 

Se eligieron y configuraron cámaras IP como herramienta principal de monitoreo, comprobando 

que permiten transmitir video en tiempo real con la calidad suficiente para la detección de 

vehículos. 
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Implementación del modelo YOLOv5 para detección de vehículos 

El modelo alcanzó buena precisión en la identificación de automóviles y camiones, aunque tuvo 

más dificultades con bicicletas y motocicletas en escenarios de poca luz. Esto demuestra su 

utilidad, pero también la necesidad de probar arquitecturas más recientes como YOLOv8. 

Diseño e integración del sistema de comunicación IoT 

Se implementó un canal de comunicación mediante MQTT entre el servidor y el ESP32, lo que 

permitió controlar el prototipo en tiempo real. Aun así, en redes inestables se presentaron 

retardos que deberían corregirse en trabajos posteriores. 

Evaluación del prototipo en entornos de prueba 

El prototipo respondió bien en simulaciones, mostrando que puede priorizar flujos vehiculares y 

gestionar el paso de vehículos. Como siguiente paso, será necesario probarlo en un cruce real 

dentro de la UCEVA para confirmar su utilidad en condiciones reales. 
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RECOMENDACIONES 

 

Implementar una base de datos centralizada que almacene de forma estructurada la 

información obtenida durante las pruebas, incluyendo conteos vehiculares, tiempos de paso y 

registros históricos. Esto permitirá realizar análisis estadísticos, detectar patrones de tráfico y 

aplicar técnicas de predicción para optimizar los tiempos de los semáforos. 

Desarrollar una interfaz de monitoreo web o móvil que permita visualizar en tiempo real el 

estado de múltiples semáforos inteligentes dentro del campus. Esta plataforma debe mostrar el 

flujo vehicular, las estadísticas de congestión, alertas automáticas y la posibilidad de realizar 

ajustes remotos, todo conectado con la base de datos central. 

Explorar la integración del sistema con plataformas IoT avanzadas, como AWS IoT, 

Google Cloud IoT o Ubidots, con el fin de comparar su rendimiento frente al servidor local en 

términos de latencia, escalabilidad, visualización de métricas y capacidad de almacenamiento. 

Incorporar mecanismos de seguridad en la comunicación MQTT, aplicando autenticación, 

certificados digitales y cifrado mediante el protocolo TLS, para asegurar la integridad y 

confidencialidad de los datos transmitidos entre el servidor y los microcontroladores. 

Evaluar la incorporación de sensores complementarios, como medidores de contaminación, 

ruido o temperatura, con el propósito de ampliar el alcance del sistema y convertirlo en una 

herramienta integral de gestión de movilidad y monitoreo ambiental. 
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